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Zusammenfassung;:
In dieser Studie wird ein neuer Algorithmus vorgestellt, der in der Lage ist, die Zusammen-
hédnge in der Struktur bei unbestiickten Leiterplatten zu erkennen. Fehler, die aufgrund un-
sauberer Verarbeitung entstanden sind, kénnen erkannt und behoben werden. Der verwen-
dete Ansatz basiert auf wachsenden topologieerhaltenden Karten mit dynamischer Netz-
struktur. Dieser Bericht beschreibt das neuronale Verfahren und die Anwendung auf reale
Leiterplatten.

1 Einleitung

Reparatur von defekten, noch unbestiickten Leiterplatten ist ein Arbeitsschritt, der von Lei-
terplattenherstellern wie z.B. grofien Computerfirmen, bisher sehr wenig betrieben wurde.
Der geringe Wert solcher unbestiickter Leiterplatten, bis zu 100 DM, im Vergleich zum ho-
hen Verkaufspreis einer bestiickten Leiterplatte (Motherboards fiir Personal Computer wur-
den mit Preisen bis 7.000.- DM verkauft), resultierte in folgender Strategie der Leiterplatten-
hersteller. Unbesttickte Leiterplatten, im folgenden auch Bare Boards genannt werden zwar
elektrisch auf Kurzschliisse zwischen verschiedenen Leiterbahnen und Unterbrechungen
einer Leiterbahn getestet, sobald aber ein Fehler gefunden wird, ist diese Leiterplatte im
weiteren Produktionsprozefs, der Bestiickung mit Bauteilen, nicht mehr zu verwenden.

Zwei Faktoren zwangen Produzenten von Bare Boards dazu, die Reparatur unbestiickter
Leiterplatten als Prozefsschritt einzufiihren:

1. Beeinflufst durch den rapiden Preisverfall in der Elektronik- und insbesondere in der
Computerbranche waren Leiterplattenhersteller gezwungen, selbst relativ kostengiinsti-
ge Leiterplatten zu reparieren, sobald eine Neuproduktion im Vergleich teurer ist.

2. Durch die Miniaturisierung der Elektronik mit gleichzeitiger Verbesserung der Leitungs-
fahigkeit wurden und werden Bare Boards immer komplexer und damit auch erheblich
teurer. Solche Leiterplatten werden immer hdufiger in der Telekommunikation (z.B.
Handys), der Autoindustrie (z.B. elektronische Fahrwerksteuerungen) und im Haushalt
(bei nahezu allen Geriten) eingesetzt. Teuere Leiterplatten werden héufiger repariert, da
eine Neuproduktion erhebliche Kosten verursacht.

Die Reparatur von Leiterplatten ist ein Prozefschritt, der fiir alle Produzenten von Leiter-
platten zwingend geworden ist. Er beinhaltet aber ein wesentliches technisches Problem, das
im ndchsten Abschnitt ausfiihrlich erldutert werden soll.



1.1 Technischer Hintergrund und Problembeschreibung

Da unbestiickte Leiterplatten bisher nur auf ,gut” oder ,schlecht” getestet wurden, war es
unnotig, den Fehler zu lokalisieren. Diese Information, die fiir die Reparatur Voraussetzung
ist, wurde nicht benétigt.

Aus diesem Grund benutzt der elektrische Leiterplattentest nicht den Verlauf der Leiterbah-
nen als Eingabedaten, sondern als Kontaktierpunkte fiir die elektrische Messung werden
Bohrungen oder SMDs (Surface Mounted Device) verwendet. Dies wurde so realisiert, um
mit einer wesentlich geringeren Datenbasis arbeiten zu konnen. CAD-Daten, die den Verlauf
der Leiterbahnen darstellen, stellen bei Standard-Leiterplatten Datenmengen bis zu 100 MB
dar. Eine solche Informationsmenge ist auf den Testsystemen, die in Echtzeit arbeiten und
testen miissen, mit vertretbarem Aufwand nicht mehr schnell genug zu verarbeiten.
Demzufolge kann als Ergebnis des elektrischen Tests in den meisten Féllen nicht der tat-
sdchliche Fehlerort angegeben werden. Wird zum Beispiel ein Kurzschlufs erkannt, so wird
als Resultat des elektrischen Tests jeweils ein reprdsentativer Punkt der zwei Netze, die
falschlicherweise miteinander verbunden sind, dem Benutzer als Fehlerort gemeldet. Es
werden diejenigen Punkte genommen, die in der zweidimensionalen Ebene den geringsten
Abstand haben. Der tatsdchliche Fehlerort ist damit jedoch normalerweise nicht gefunden.
Der Fehler ist z.B. dadurch entstanden, dafs durch einen Fehler in der Fertigung zwei Leiter-
bahnen sich beriihren (siehe Abb. 1).
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Abb. 1: Schematisierte Darstellung eines Kurzschlu3 auf einer Leiterplatte

Abb. 1 soll in stark vereinfachter Form die Problematik verdeutlichen. Bei sehr grofsen, feh-
lerhaften Netzen, oder wenn die Bohrpunkte sehr weit auseinander liegen, miissen die zum
jeweiligen Netz gehorenden Leiterbahnziige auf der Platine gesucht werden.

Da jedoch die meisten PCB (Printed Circuit Boards) aus mehreren Lagen bestehen, ist das
Nachverfolgen der Leiterbahnen mit dem Auge nahezu unméoglich.
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Abb. 2: Bildausschnitt einer komplexen Leiterplatte

Aus diesem Grund existieren Programme mit einer graphischen Benutzeroberfldche, die
dem Benutzer erméglichen, auf dem Bildschirm eine Projektion des Boards zu betrachten,
sowie die zugehorigen Fehler zu erkennen.

Diese Programme haben als Eingabedaten das Layout der Leiterplatte. Leider hat sich bisher
weltweit kein Standard fiir CAD-Datenformate etabliert. Als einziger Pseudostandard hat
sich das sogenannte Gerber-Format durchgesetzt. Gerber ist eine US-Firma, die als eine der
ersten weltweit seit ca. 25 Jahren (Photo-)Plotter herstellt und ihr Datenformat als Standard
fir alle Plotmaschinen durchgesetzt hat. Der Photoprozefs ist bei der Produktion jeder Lei-
terplatte notwendig. Aus diesem Grund konnen praktisch alle Designprogramme fiir Leiter-
platten Daten im Gerber-Format manipulieren.

Durch die Konvertierung von beliebigen CAD- zu Gerber-Daten kénnen erhebliche Run-
dungsfehler entstehen. Ein weitaus grofseres Problem ist jedoch, dafs das Gerber-Format ein
rein auf die Wegoptimierung der Arbeitskopfe des Photoplotters ausgelegtes Datenformat
ist, aus dem sich die zum elektrischen Test und zur Reparatur von Leiterplatten notwendi-
gen zusammenhéngenden Leiterbahnnetze nicht direkt erkennen lassen.

Entscheidende Aufgabe des im Rahmen der Arbeit zu entwickelnden Algorithmus ist es
deshalb, aus den Gerber-Daten, die aus einer beliebigen Anordnung von Leiterbahnstiicken
bestehen, elektrisch zusammenhéingende Leiterbahnziige zu ermitteln, und diese dann in
ATF (ATG Testdaten Format) zu konvertieren.

Der Algorithmus mufs ebenfalls die im Gerber-Format enthaltenen Unsauberkeiten, wie z.B.
Uberlappungen von Leiterbahnziigen oder Liicken in elektrisch verbundenen Leiterbahnzii-
gen, die bei der Konvertierung von CAD- in Gerber-Datenformat entstehen, beseitigen.

Ein weiteres grofses Problem bei Gerber-Daten sind sogenannte gezeichnete SMDs. Fiir die
Erzeugung der Filme fiir die Leiterplattenproduktion mit einem Photoplotter reicht es aus,
SMD Flédchen aus einzelnen sich tiberlappenden Strichen zu zeichnen. Fiir den elektrischen
Test ist es aber notwendig, diese gezeichnete SMD-Fldche durch eine geflashte SMD-Flédche
(definiert als rechteckige Blende mit Lange und Breite) zu ersetzen, da auf ein SMD im Ge-
gensatz zu Leiterbahnen ein elektrischer Testpunkt gesetzt werden mufs.



2 Einsatz des neuronalen Algorithmus

2.1 Der neuronale Loésungsansatz

Zur Losung der in Abschnitt 1.1 beschriebenen Problemstellung wurde der Einsatz eines
Algorithmus, basierend auf selbstorganisierenden Merkmalskarten, gewdhlt. Solche Karten
(engl. self-organizing feature maps, SOFM) sind dabei eine spezielle Form von neuronalen Net-
zen, die die Speicherungs- und Assoziationsfahigkeiten des menschlichen Gehirns nachbil-
den. So werden z.B. im auditiven Kortex bei der Wahrnehmung von Tonsignalen, Signale
mit dhnlichen Tonhohen durch benachbarte Nervenzellen registriert. Eine derartige Erhal-
tung rdumlicher Zusammenhénge bildet die Grundlage fiir die Merkmalskarten.

Kohonen [1] beschreibt mit seinem Modell der selbstorganisierenden Merkmalskarten ein
Verfahren fiir die Bildung solcher Merkmalskarten. Es wird dabei eine Folge von Adaptions-
schritten durchlaufen, in denen zuféllig ein Strom von Eingabesignalen (engl. Samples) pré-
sentiert wird und anhand derer sich eine stetige Abbildung von der Gesamtheit der Eingabe-
signale auf die Neuronenstruktur bildet. Fiir das hier vorliegende Problem kénnen daher die
Daten im Gerber-Format als Eingabedaten des Netzes benutzt und auf eine Neuronenstruk-
tur abgebildet werden. Aufgrund der sich ergebenden Nachbarschaftsbeziehungen der Neu-
ronen im Netz kann dann auch auf rdumliche Zusammenhdnge zwischen den Eingabedaten
geschlossen werden.

Da jedoch das Verfahren von Kohonen von einer statischen Topologie der Neuronen aus-
geht, ist der urspriingliche Algorithmus nur bedingt fiir diese Problemstellung einsetzbar.
Fiir die Losung des Problems wurde daher eine Variante des Kohonennetzes verwendet, die
sowohl eine dynamische Verbindungsstruktur als auch eine dynamische Anzahl von Neuro-
nen aufweist. Dieser Ansatz soll in den nachfolgenden Abschnitten néher erldutert werden.

2.2 Der Algorithmus DCS-GCS

Fiir die gegebene Problemstellung der Erkennung von zusammenhéngenden und getrennten
Objekten trotz ungenauer Eingangsdaten schien das neuronale Verfahren DCS-GCS in [2]
erfolgversprechend. Dieses Verfahren baut auf dem Prinzip von Kohonen zur Topologiere-
prasentation und den Ergebnissen von Fritzke [3] tiber wachsende Zellstrukturen auf. Es
arbeitet epochenweise, wobei in jeder Epoche alle Sampledaten dem Netz préasentiert wer-
den, und nach der Epoche das Netz um ein Neuron erweitert wird. Die Verbindungen zwi-
schen den Neuronen werden durch eine NxN Matrix von Verbindungsgewichten beschrie-
ben, wobei mit N die Anzahl der Neuronen im Netz bezeichnet wird. Alle Neuronen sind
untereinander mit einem bestimmten Verbindungsgewicht verbunden.

Bei jeder Prasentation eines Sammelpunkts wird die Nachbarschaft des dem Samplepunkt
nédchstgelegenen Neurons nach einem Kohonen-Lernverfahren angepafst, wobei Nachbar-
schaft hier heifst, dafs das Verbindungsgewicht einen bestimmten Schwellwert tiberschreitet.
Das Verbindungsgewicht der beiden dem Samplepunkt néchstgelegenen Neuronen wird
erhoht und alle anderen Verbindungen in der Matrix abgeschwécht. Nach jeder Epoche wird
ein neues Neuron an der Stelle mit der schlechtesten Reprdsentation der Topologie durch
das Netz eingefiigt.

Dieses Verfahren war aus drei Griinden nicht fiir die benttigte Anwendung geeignet. Alle
Kohonen dhnlichen Verfahren haben das Problem, getrennte Objekte auch durch nicht ver-
bundene Neuronen zu reprdsentieren. Die Verfahren stellen zwar die Topologie der
Sampledaten sehr gut dar, konnen einzelne getrennte Objekte innerhalb der Topologie aber
nicht also solche erkennen. Erst nach sehr vielen Lernschritten werden Verbindungen zwi-



schen Neuronen, die sich auf getrennten Objekten befinden, endgiiltig geloscht. Durch die
Nachbarschaftsbeziehung der Neuronen werden sie bei den Lernschritten zusammenhan-
gend bewegt, was eine verzerrte Darstellung der Topologie bewirkt.

Ein anderes Problem war der Speicherbedarf, der wegen der Verbindungsmatrix bei
O(M +N+ NQ) liegt, wobei mit M die Anzahl der Sampledaten bezeichnet wird. Dies wiirde
nur die Verwendung von maximal etwa 1000 Neuronen erlauben.

Das grofite Problem, das den Einsatz dieses Verfahrens verhinderte, war der immense Re-

chenaufwand. Die Laufzeit einer Epoche ist O(M IN® + N), wobei zusdtzlich pro Lernschritt

aufwendige mathematische Operationen nétig sind. In Tab. 1 ist als Beispiel die Laufzeit fiir
eine typische Anwendung dieses Algorithmus mit 10.000 Samplepunkten und 1.000 Neuro-
nen dargestellt. Als Vergleich sind die Daten fiir das neue Verfahren UFDCS aufgetragen.

Algorithmus DCS-GCS | UFDCS!
Rechenzeit in Operationen | ~1010 ~105
Speicherbedarf in Einheiten |~10¢ ~104

Tab. 1: Beispiel fiir 10.000 Samplepunkte und 1.000 Neuronen

2.3 Der Algorithmus UFDCS

Aus den oben genannten Griinden wurde der DCS-Algorithmus an Laufzeit- und speicher-
kritischen Stellen optimiert bzw. komplett gedndert. Im Folgenden wird der verbesserte Al-
gorithmus mit UFDCS (Ultra Fast Dynamic Cell Structure) bezeichnet. Hierbei wird ein Neu-
ron durch seinen Gewichtsvektor und das Approximationsgiitemafs definiert. Der Gewichts-
vektor wird dabei durch die Position (x- und y-Koordinate) des Neurons reprédsentiert. Das
Approximationsgiitemaf3 beschreibt die Genauigkeit der Darstellung der Sampledaten durch
das neuronale Netz, wobei hohe Werte fiir Stellen mit starker Dynamik im Netz stehen. Be-
reiche mit grofsem Approximationsgiitemafs deuten auf eine schlechte Identifikation der
Sampledaten durch das Netz hin.

2.3.1 Kurzbeschreibung des Algorithmus

Nach der Initialisierung des Netzes beginnt die Hauptschleife des Algorithmus. In jedem
Durchlauf werden alle Punkte aus den Sampledaten dem neuronalen Netz prédsentiert und
dabei die Gewichte der Neuronen angepafst. Eine komplette Prasentation der Sampledaten
wird auch als Epoche bezeichnet. Nach jeder Epoche wird das neuronale Netz um ein Neu-
ron erweitert.

Solange das Abbruchkriterium, das je nach Anwendung des Algorithmus adaptiert wird,
noch nicht erfiillt ist, wird diese Schleife durchlaufen, wobei das Netz in jeder Epoche um ein
Neuron wiéchst. Durch die Erhhung der Neuronenanzahl steigt auch die Approximations-
giite des neuronalen Netzes.

1 Bei Verwendung von Voronoi-Diagrammen.
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2.3.1.1 Initialisierung

Der Algorithmus beginnt mit der zufdlligen Auswahl zweier Punkte aus der Menge der
Sampledaten. Auf deren Position werden zwei Neuronen erzeugt, die miteinander verbun-
den werden.

2.3.1.2 Durchlauf einer Epoche

Zunichst wird nun die Prozedur in jeder Epoche betrachtet:

Zuerst werden alle bestehenden Verbindungen zwischen den Neuronen geltscht, d.h. alle
Neuronen sind zu Beginn jeder Epoche isoliert. Die Approximationsgiite jedes Neurons wird
auf 0 gesetzt. Damit wird sichergestellt, dafs das Netz komplett neu bewertet wird.

Jeder einzelne Punkt m der Sampledaten wird dem Netz présentiert, wobei die Reihenfolge
in der die Sampledaten prédsentiert werden, jedesmal zufillig neu gewéhlt wird. Fiir jeden
Punkt werden zuerst die beiden am nédchsten liegenden Neuronen n; und nx gesucht und
miteinander verbunden (siehe Abb. 3)

,0(1<i<N, 1<j<N,i#j), 1£k, 2.1)

o =y o =1, < = o =
m —n,|| ist die Aktivierung des Neurons n; durch den Sammelpunkt m, hier der euklidi-
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Abb. 3: Verbindung der ndchsten Neuronen

Der néchste Nachbar des préasentierten Samples, hier mit n; bezeichnet, wird nun einem be-
schrankten Kohonenlernschritts unterzogen. Dabei werden die Gewichtsvektoren dieses
Neurons und seiner unmittelbaren Nachbarn, d.h. alle mit ihm direkt verbundenen Neuro-
nen, angepalst (sieche Abb. 4):
An =gy m—n,),
An; =&y, m —n;),[jONh(n,), (2.2)
Nh(n,) bezeichnet hierbei die direkt verbundenen Nachbarn von Neuron n;. Im Prinzip

werden die Neuronen jeweils um den Faktor €5 oder e auf die Position des Sammel-
punkts hinbewegt.
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Abb. 4: Anpassung der Gewichtsvektoren der Neuronen
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Danach wir das Approximationsgiitemafs des ndchsten Nachbarn angepafst, d.h. um das
Quadrat des Abstands zum Samplepunkt erhoht:

2
R(n;)=R(n,) +|n; —m|", (2.3)
wobei R(n;) das Approximationsgiitemafs des Neurons n; bezeichnet.

Dieser Algorithmus wird nun fiir jeden einzelnen Samplepunkt durchgefiihrt. Die Verbin-
dungen der Neuronen werden dabei nach und nach wieder aufgebaut. Da die Anzahl der
Sampledaten im Regelfall wesentlich grofier als die Anzahl der Neuronen ist, wird die Ver-
bindungsstruktur beim Présentieren rasch wieder aufgebaut, so dafs die meisten Sampleda-
ten einem schon verbundenen Netz prasentiert werden.

Der Grund fiir dieses Vorgehen liegt darin, dafs bei der gegebenen Problemstellung glei-
chermafien zusammenhdngende und getrennte Bereiche zu erkennen sind. Fehlerhafte Ver-
bindungen, die an sich getrennte Bereiche verbinden und so die Anpassung des Netzes an
die richtige Struktur der Sampledaten hemmen, werden von vornherein nicht aufgebaut,
wenn die Approximationsgiite grof3 genug ist, also gentigend Neuronen den Bereich dar-
stellen. Bei anderen Ansédtzen miifsten die Gewichte der falschen Verbindungen durch das
Lernen des Netzes abgeschwécht werden. Dies aber wiirde die Lerndauer wesentlich erho-
hen. Notige Verbindungen, die zusammenhéngende Bereiche darstellen, werden schon nach
der Prasentation des ersten Sammelpunkts aufgebaut, der diesen Zusammenhang beschreibt.

2.3.1.3 Einfugen eines neuen Neurons

Nach dem Ende einer Epoche, also der Prasentation aller Sampledaten, wird ein neues Neu-
ron erzeugt und in das Netz eingefiigt:

1. Dazu wird zuerst das Neuron n; mit dem insgesamt hochsten Wert des Approximations-
giitemafies gesucht. An der Position dieses Neurons ist nach der Definition des Appro-
ximationsgiitemafies die Reprédsentation der Sampledaten durch die Neuronen des Net-
zes am ungenauesten. Unter seinen direkt verbundenen Nachbarn wird das Neuron mit
dem lokal hochsten Wert gesucht und als n: bezeichnet (siehe Abb. 5):

R(n,)zR(n;), 0(1<j<N)

R(n,)2R(n;), iONh(n,) (2.4)

. . & .

® ® n, n;

Abb. 5: Auswahl des Neurons mit hchstem Approximationsglitemal3es

2. Die Position des einzufiigenden Neurons n, wird gemdfs dem Verhdltnis der Approxi-
mationsgiitemafie der beiden Neuronen bestimmt (siehe Abb. 6):

_ R,
R(n,)+R(n,)’
n,=n,+(n,—n,)I (2.5)
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Abb. 6: Einfiigen des neuen Neurons

Dadurch wird sichergestellt, dafs das neu erzeugte Neuron n in dem Bereich des Testfeldes
liegt, an welchem die Reprdsentation der Sampledaten durch die Neuronen des Netzes am
ungenauesten ist. Das Approximationsgiitemafd beschreibt die Summe der Abstandsqua-

drate der Samplepunkte m; von n:

R(n) = z In—m, ?

i=alle néchsten
Samplepunkte

Die Verbindung zwischen den beiden Neuronen n: und n; wird getrennt und dafiir jeweils
eine Verbindung zu dem neu eingefiigtem Neuron n, aufgebaut. Da aber Neuronen in der
verwendeten Implementierung des Algorithmus nur zwischen zwei Epochen eingefiigt wer-
den und alle Verbindungen vor jeder Epoche geloscht werden, hat das hier keine Auswir-
kung.

(2.6)

2.3.2 Wahl des Abbruchkriteriums

Beim Durchlauf des Algorithmus werden fortwdhrend neue Neuronen in das neuronale
Netz eingefiigt und das Netz insgesamt der Struktur der Sampledaten angepafst. Die Dar-
stellung der Topologie durch das Netz wird dadurch sukzessive genauer. Wenn eine fiir die
Anwendung ausreichende Genauigkeit der Reprédsentation erreicht ist, wird der Algorith-
mus beendet, und das neuronale Netz hat die Struktur gelernt.

In der hier verwendeten Anwendung besteht die Hauptaufgabe des neuronalen Netzes dar-
in, zu identifizieren, ob zwei rdumlich getrennte Bereiche auf der Leiterplatte wirklich zwei
getrennte Objekte, wie z.B. Leiterbahnziige, darstellen, oder zu einem Objekt gehéren und
nur durch Mingel in der Beschreibung isoliert sind. Solche Ungenauigkeiten treten z.B.
durch Rundungsfehler auf, wenn eine Leiterbahn vor ihrem Lotpunkt endet und ihn nicht
beriihrt.

Leiterbahnen haben aus physikalischen Griinden eine bestimmte Mindestdicke und Min-
destabstand voneinander. Dies wird ausgenutzt, um das Abbruchkriterium zu definieren.
Das neuronale Netz stellt die Topologie der Leiterplatte geniigend genau dar, wenn die Ent-
fernung von jedem Neuron zu seinen direkt verbundenen Nachbarn kleiner ist als der phy-
sikalisch bedingte Mindestabstand einzelner Objekte. Die maximale Entfernung der Neuro-
nen wird beim Verbinden der Neuronen aktualisiert, so dafs nach jeder Epoche nur gepriift
werden mufs, ob dieser Wert kleiner als der vorher definiert Schwellwert D ist.

<iD,01<j<N),0iONh(n,) (2.7

wobei der Schwellwert D den Mindestabstand zweier Objekte darstellt und n; das Neuron
mit dem hochsten Wert des Approximationsgiitemafies ist.

I =n,

2.4 Benchmarking

Da das DCS-GCS Verfahren wegen seiner langen Rechenzeit und dem hohen Speicherbedarf
nicht geeignet fiir die beschriebene Problemstellung war, mufdte ein besseres Verfahren ent-
wickelt werden. Bei der Anwendung betrdgt die Anzahl der Samplepunkte viele tausend



und die der Neuronen bis zu einigen tausend. Dies erfordert eine Reduktion des Speicherbe-
darfs und der Rechenzeit um Groéfienordnungen.
Im folgenden wird die Rechenzeit des Algorithmus untersucht.

2.4.1 Rechenzeit

Da in allen Epochen jeder Samplepunkt dem Netz prasentiert werden soll, ergibt sich fiir die
minimale Rechenzeit O(M X +Y), wobei X den Aufwand fiir das Lernen des Netzes bei
jeder Prédsentation eines Punktes und Y den Aufwand fiir das Einfiigen eines Neurons und
das Priifen des Abbruchkriteriums nach jeder Epoche darstellt. Besonders der Rechenauf-
wand fiir das Lernen des Netzes mufs minimiert werden, da er multipliziert mit der Anzahl
der Samplepunkte in die Laufzeit eingeht. Bei der Prasentation eines Sammelpunkts benétigt
nur die Suche nach den ndchsten Nachbarn eine nicht konstante Rechenzeit. Ein naiver An-
satz zur Suche des nichsten Nachbarn ergibt im planaren Fall einen Aufwand von O(N).

Diese Suche lifst sich aber durch Verwendung von Voronoi-Diagrammen wesentlich effizi-
enter gestalten. Bei vorliegendem Voronoi-Diagramm lassen sich die nédchsten Nachbarn zu
einem beliebigen Punkt in O(log(N)) suchen. Zum Aufbau eines Voronoi-Diagramms ist ein

Rechenaufwand von O(N Dog(N)) notig. Da aber das neuronale Netz sukzessive aufgebaut

wird, kann das Voronoi-Diagramm durch Einfiigen des jeweils neuen Neurons in das beste-
hende Diagramm erzeugt werden. Dabei féllt nur konstante Rechenzeit an (siehe [4]). Nur
beim Start des Algorithmus mufs ein Voronoi-Diagramm komplett erzeugt werden, was aber
bei den zwei Neuronen der Initialisierung nur einen Aufwand von O(1) ergibt. Der Auf-
wand fiir eine Epoche reduziert sich bei Verwendung von Voronoi-Diagrammen also insge-
samt von O(M [N) auf O(M Elog(N)).

Die Initialisierung des Approximationsgiitemafies vor jeder Epoche hat einen Rechenbedarf
von O(N), da alle Neuronen bearbeitet werden miissen.

Beim Einfiigen eines neuen Neurons in das Netz nach jeder Epoche mufs das Neuron mit
dem hochsten Wert des Approximationsgiitemafies gesucht werden. Dies erfordert einen
Aufwand von O(N). Die Einfiigeoperation selbst und das Erweitern des Voronoi-

Diagramms um ein Neuron benétigen konstante Zeit.

Das Priifen des Abbruchkriteriums benétigt nur konstante Zeit, da die maximale Distanz
zwischen zwei verbundenen Neuronen beim Aufbau dieser Verbindungen aktualisiert wird.
Insgesamt entsteht fiir einen Durchlauf einer Epoche bei Verwendung von Voronoi-
Diagrammen ein Rechenaufwand von O(M Elog(N)) zuziiglich dem Aufwand fiir die oben

beschriebene Bearbeitung von O(N). Insgesamt ist die Laufzeit also O(M Oog(N) + N).

2.4.2 Speicherbedarf

Ebenso wichtig wie die Rechenzeit ist der Speicherbedarf des Algorithmus. Der unvermeid-
liche Platzbedarf fiir die Sampledaten und die Neuronen ist O(M + N) und kann nicht unter-
schritten werden. Zusétzlicher Speicher wird bei neuronalen Netzen vor allem fiir die Dar-
stellung der Verbindungen zwischen den Neuronen benétigt. Da in diesem Algorithmus nur
Verbindungen zu direkten Nachbarn verwendet werden, wird keine Verbindungsmatrix
benétigt. Durch die Verwendung von rein bindren Verbindungen spart man auch die Ver-
bindungsgewichte ein und mufs lediglich die Menge der direkt verbunden Nachbarn zu je-
dem Neuron speichern. Die Anzahl der direkten Nachbarn ist bei dem verwendeten plana-
ren System in der Grofsenordnung zwei bis fiinf, auf jeden Fall aber unabhingig von N. Der
Gesamtspeicherbedarf des Algorithmus ist aus diesem Grund O(M +N).
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2.4.3 Vergleich mit DCS-GCS

In Tab. 2 ist ein Vergleich von UFDCS mit dem Verfahren DCS-GCS dargestellt. Wie man
erkennen kann, ist sowohl die Rechenzeit, als auch der Speicherbedarf um Grofsenordnun-
gen bei UFDCS besser. In Tab. 1 wird die Rechenzeit und der Speicherbedarf fiir eine typi-
sche Anwendung mit 10.000 Samplepunkten und 1000 Neuronen gezeigt.

Algorithmus DCS-GCS UFDCS2
Rechenzeit O(M IN? + N) O(M Oog(N) +N)
Speicherbedarf | O(M+N+N?) | OM +N)

Tab. 2: Vergleich von DCS-GCS mit UFDCS

3 Anwendung von UFDCS auf Gerber-Daten

3.1 Einlesen und Initialisierung

Fiir eine Anwendung des UFDCS-Algorithmus auf reale Platinendaten mufd zunéchst eine
geeignete Verteilung der Testpunkte gefunden werden. Die Daten der meisten PCBs liegen
im sog. Gerber-Format vor [5] Dabei handelt es sich, wie bereits in Abschnitt 1.1 beschrieben,
um ein relativ simples Plotterdatenformat mit nur wenigen Steuerdaten. Eine Vielzahl unter-
schiedlicher Dialekte und Abweichungen vom Standard erschwert jedoch die korrekte Inter-
pretation.

Zusammen mit den Blendendaten fiir die Plottersteuerung werden aus den Gerber-Daten
zweidimensionale geometrische Objekte generiert (im Folgenden Gerber-Objekte oder kurz
GOBs genannt), auf denen dann Testpunkte fiir die Eingabe an den UFDCS-Algorithmus
erzeugt werden.

Die Hauptaufgabe des Einleseschritts ist die Identifizierung geometrischer Objekte durch
Interpretation der gegebenen Gerber-Daten. Im wesentlichen besteht die Menge der Objekte
aus Quadraten bzw. Rechtecken (SMDs), Kreisen (Lotpunkte und Bohrungen) und Linien-
ztigen (leitende Verbindungen auf der Platinenoberflédche).

Einfach zu interpretieren sind hierbei Rechtecke und Kreise, die technisch durch Belichten
mittels Schablonen auf die eigentliche Platine tibertragen werden. Die Abmessungen dieser
Schablonen stehen im Kopfteil der zu interpretierenden Gerber-Datei und sind daher direkt
auf die Abmessungen der geometrischen Objekte iibertragbar.

Schwieriger ist die Interpretation von gezeichneten Objekten (oft als sog. Drawn Pads be-
zeichnet). Diese setzen sich aus vielen, eng beieinanderliegenden Linienziigen zusammen
und konnen eine Einhiillende von beliebiger Form besitzen. Erschwerend kommt hinzu, dafs
sich solche zusammengehorenden Linienziige nicht zwingend beriihren miissen. Eine Lo6-
sung dieses Problems wird im Folgenden néher betrachtet.

3.2 Verteilung der Testpunkte

Die Verteilung der Testpunkte auf den identifizierten geometrischen Objekten ist entschei-
dend fiir die Korrektheit und Laufzeit des UFDCS-Algorithmus. Da die primédre Aufgabe
darin besteht, zweidimensionale geometrische Objekte zu erkennen, liegt eine zufillige,

2 Bei Verwendung von Voronoi-Diagrammen.
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zweidimensionale Verteilung nahe. Ebenso kann dadurch die Anwendbarkeit des urspriing-
lichen Algorithmus von Bruske und Sommer [2] auf reale Objektdaten getestet werden. We-
sentliche Laufzeitverbesserungen wurden durch gednderte Testpunktverteilungen, die nur
noch Teilbereiche der Objekte berticksichtigen, erreicht.

3.2.1 Zuféllige zweidimensionale Verteilung

Bei der zufilligen zweidimensionalen Punktverteilung werden Testpunkte auf die Oberfla-
che der GOBs verteilt. Die Dichte der Punkte wird dabei durch die Intensitdt des punkter-
zeugenden Prozesses gesteuert und ist ein Parameter des gesamten Verfahrens. Die Intensi-
tat mufs dabei so gewdhlt werden, dafs auch feinste Strukturen der Leiterplatte noch aufge-
16st werden kénnen.

Zundchst wird keine Clusterung der Punkte auf der Oberfliche der GOBs beriicksichtigt,
d.h. alle Testpunkte werden gleichmifsig verteilt. Dafs eine Clusterung durchaus sinnvoll
sein kann, wird in Abschnitt 3.2.3 gezeigt. Ist das Abbruchkriterium erfiillt, so endet der Al-
gorithmus mit dem Ergebnis, dafs alle zusammenhédngenden Objekte mit einem Netz aus
Neuronen und Verbindungen dazwischen iiberdeckt sind; genauer: das Innere aller ausge-
bildeten Verbindungen eines Neuronennetzes approximiert die Fldche der geometrischen
Objekte.

Durch die Verteilung der Testpunkte auf der gesamten Fldache der GOBs ist die Laufzeit des
Verfahrens proportional zur Flachendichte der Objekte auf der Platinenoberflédche. Bei glei-
cher Oberflichendichte wichst also die Anzahl der generierten Testpunkte quadratisch mit
den Abmessungen der Platine. Dadurch ist fiir grofsere Platinen diese Vorgehensweise nahe-
zu ungeeignet. Bei Platinen, die grofsfldchige leitende Verbindungen und eine hohe Oberfla-
chendichte aufweisen nimmt die Anwendbarkeit des Algorithmus weiterhin ab. Oftmals
existieren auf Platinen grofsflichige Massenleitungen (ground nets, GND), die aufgrund
elektrischer Leitfdhigkeit den von anderen Objekten ungenutzten Platz auf der Platine ein-
nehmen. Die Anzahl der verwendeten Testpunkte steigt dadurch enorm.

3.2.2 Randpunktverteilung

Wenn man davon ausgehen kann, dafs die Ausgangsdaten fehlerfrei vorliegen und nicht
etwa durch Rundungsfehler o.4. verfdlscht wurden, so konnten maximale Zusammenhangs-
komponenten durch Schnitt der Objekte berechnet werden. Da die einzelnen Objekte selbst
zusammenhéngend sind, gentigt es, den Schnitt der Rénder der Objekte zu betrachten. Der
Algorithmus wére damit ein Spezialfall des allgemeinen Polygonschnittproblems. Geht man
davon aus, dafs eine konstante obere Schranke fiir die Anzahl der Linienziige eines Objekts
existiert, so liegt die Worst-Case Beschreibungskomplexitit des Ergebnisses in O(n?), wobei
n die Anzahl der GOBs ist. Bei hinreichend ,gutmiitigen” Objekten lassen sich jedoch
schnellere Algorithmen finden, etwa Line-Sweep-Verfahren [4].

Im Gegensatz zu Abschnitt 3.2.1 werden nun Testpunkte nur auf dem Rand der zu betrach-
tenden Objekte verteilt. Da die fraktale Dimension der betrachteten Objekte immer gleich 2
ist, wachst die Anzahl der Testpunkte dadurch nur noch linear mit der Anzahl der Objekte.
Dies konnte auch durch eine obere Schranke fiir die maximal zulédssige Fldchendichte der
Samplepunkte erreicht werden. Zu unregelmifSiige oder fraktale Objekte wiirden somit
durch die Punktverteilung geglédttet werden.

Durch den Algorithmus wird mit dieser Vorgehensweise die Einhiillende der einzelnen Ob-
jekte berechnet. Beriihren bzw. schneiden sich zwei Objekte, so gehen die an den Schnitt-
punkten gebildeten Neuronen Verbindungen zu beiden Objekten ein. Abhéngig von der
Laufzeit des Algorithmus (also im Wesentlichen durch ein geeignetes Abbruchkriterium,
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siehe Abschnitt 2.3.2) werden auch Verbindungen zu ausreichend nahen, jedoch getrennten
Objekten, wie sie durch Fehler in der Beschreibungssprache bzw. Rundung vorkommen
konnen, aufrecht erhalten. Begtinstigt wird dieser Effekt durch die erh6hte Flachendichte der
Testpunkte in diesen Bereichen, da hier die Wahrscheinlichkeit fiir die Auswahl eines Test-
punkts durch den Algorithmus hoher ist als in Bereichen mit entfernt zueinander liegenden
GOBs.

3.2.3 Hot-Spot-Verteilung

Bei den oben vorgestellten Verfahrensweisen entstehen sehr viele Neuronenverbindungen
nur zwischen Neuronen des gleichen GOBs. Fiir die effiziente Berechnung der maximalen
Zusammenhangskomponenten sollten sich idealerweise nur Verbindungen zwischen unter-
schiedlichen GOBs bilden.

Bei zusitzlichem Vorwissen iiber die verwendeten Gerber-Daten léfst sich ein weiterer we-
sentlicher Geschwindigkeitsgewinn erzielen, falls nur Bereiche mit Samplepunkten versorgt
werden, die eine erhohte Wahrscheinlichkeit besitzen, Verbindungen zwischen GOBs aus-
zubilden. Vor allem bei Linienziigen werden hier sehr viele Testpunkte , verschwendet”.
Zunichst werden alle Objekte mit relativ geringen Ausdehnungen komplett mit Testpunkten
versorgt, d.h. SMDs, Bohr- und Lotpunkte werden mit Testpunkten gemadfs der Randpunkt-
verteilung in Abschnitt 3.2.2 besttickt. Dann werden die Enden der Linienziige betrachtet
und bis zu einer Lange ¢ [b mit Randtestpunkten versorgt. Dabei ist b die Breite des zu ver-
sorgenden Linienzugs und c eine Konstante des Verfahrens. Auf diese Weise werden alle
Leiterbahnenden mit Testpunkten besetzt, falls ihre Linge 2 [{c[b) iiberschreitet. Leiterbah-
nen, die kiirzer als 2[{c[b) sind, werden wie in Abschnitt 3.2.2 komplett versorgt. Damit
wird vermieden, daf3 sich um die Mitte von Leiterbahnziigen Testpunkte hdufen, sich da-
durch der Algorithmus wiederum verlangsamt und durch die Uberreprisentation in ,un-
wichtigen” Bereichen andere Beriihrungs- und Schnittpunkte vernachlédssigt werden.
Typischerweise werden durch diese Vorgehensweise alle kritischen Regionen, d.h. Bereiche,
in denen Schnittpunkte auftreten konnen, versorgt. Kreuzungspunkte zweier Leiterbahnen,
die nicht in den Bereich der Enden fallen, treten praktisch nicht auf. Jedoch kann dies nicht
vollig ausgeschlossen werden. Deshalb werden mogliche Regionen durch einen Vorverar-
beitungsschritt identifiziert und die entsprechenden Bereiche mit Samplepunkten belegt.
Nach Beendigung des Algorithmus reprédsentieren die Neuronenverbindungen wiederum
die zusammenhdngenden Leitungsnetze.

Abb. 7: Schematische Darstellung der Punktverteilungen

13



3.3 Kachelung der Leiterplatte

In anfanglichen Untersuchungen zeigte sich, dafs zur korrekten Interpretation einer typi-
schen Leiterplatte die Anzahl der Samplepunkte fiir die Berechnung in einem Schritt zu grofs
war. Selbst bei der Verwendung der Hot-Spot-Verteilung aus Abschnitt 3.2.3 konnte die ge-
samte Platine nicht in abwartbarer Zeit interpretiert werden. Die untersuchte Leiterplatte
wies etwa 50.000 einzeln identifizierbare Objekte auf (ein Ausschnitt aus der gekachelten
Leiterplatte zeigt Abb. 8. Um die Anzahl der Testpunkte zu verringern, mufste die Platine in
unterschiedliche Bereiche aufgeteilt werden.

Um moglichst wenig Vorwissen {iiber die Struktur der Objekte vorauszusetzen, wurde die
Einteilung erst nach der Versorgung mit Testpunkten vorgenommen. Es wére auch denkbar,
zunédchst die geometrischen Objekte einem Bereich auf der Platine zuzuschlagen und dann
die Verteilung der Samplepunkte vorzunehmen. Gegen diese Vorgehensweise sprach vor
allem die Tatsache, dafs mit zunehmend feinerer Kachelung der Leiterplatte (im Folgenden
meint Kachelung immer die Uberdeckung der Leiterplatte mit zweidimensionalen Teilmen-
gen) haufiger Objekte auftreten, die mehrere Kacheln schneiden. Die Entscheidung dartiber,
welcher Kachel diese Objekte zugeschlagen werden miissen, ist entscheidend fiir die Kor-
rektheit des Verfahrens. Um eine korrekte Interpretation zu ermdoglichen, mufs ein solches
Objekt logischerweise zu beiden Kacheln gerechnet werden. Durch sukzessive Aufteilung
kann sich dadurch die Anzahl der insgesamt tatsédchlich zu betrachtenden Objekte drastisch
erhohen, bzw. die Anzahl der Objekte pro Kachel nicht weiter verringern lassen.

Ebenso mufs ein geeignetes Mafs dafiir gefunden werden, wann die Kachelung einer Platine
ausreichend fein ist. Wird die Kachelung erst nach der Verteilung der Testpunkte vorge-
nommen, beschreibt die Anzahl der Testpunkte, die von einer Kachel tiberdeckt werden, den
zu erwartenden Berechnungsaufwand sehr genau. Wird die Zuordnung der Objekte zu Ka-
cheln vor der Verteilung der Samplepunkte berechnet, so mufs sukzessive eine Bewertung
des Berechnungsaufwandes aufgrund der Zuteilung der Objekte berechnet werden. Er-
schwert wird dies wiederum dadurch, dafs Objekte Kachelungsgrenzen iiberschreiten kon-
nen und somit nur teilweise in die Bewertung einfliefSen diirfen. Ein Mafs wire z.B. der Fla-
chen- oder Umfangsanteil, der durch die Hinzunahme eines Objekts zu einer Kachel zusitz-
lich entstiinde. Geht man aber von einer Hot-Spot-Verteilung aus, so miifste zuséatzlich be-
rechnet werden, wieviel von diesem Anteil wieder in ein Gebiet féllt, das von der Hot-Spot-
Verteilung berticksichtigt wird.

Da die betrachteten Mengen jedoch vorsortiert sind, gentigt es, pro Rekursionsschritt ledig-
lich fiir jede der sortierten Mengen zwei Indizes zu speichern, welche die Grenzen der fiir
diese Kachel zu betrachtenden Punktmenge angeben. Die urspriingliche Menge der Test-
punkte mufs also nicht kopiert werden und die tatsdchlichen Testpunkte der Kachel ergeben
sich als Schnitt der Punkte beider Indexbereiche.
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Algorithmus: Tile
Beschreibung: Kachelt die Menge der Samplepunkte.
Parameter: samples_x, samples_y: Nach Koordinaten sortierte Mengen der Sample-
punkte.
left_x, right_x: Indizes der nach x-Koordinate sortierten Samplepunkte.
lower_y, upper_y: Indizes der nach y-Koordinate sortierten Samplepunkte.
which: Gibt an, welche Koordinate geteilt werden soll.
©: Schwellwert fiir die Anzahl der Samplepunkte
Startwerte: left_x, right_x, lower_y, upper_y beschreiben jeweils die gesamten sor-
tierten Samplemengen.
Ausgabe: Kachel, deren Anzahl von Testpunkten erstmals kleiner als © ist.
Tile (samples_x, samples_y, left_x, right_x, lower_y, upper_y, which)
{
if (points_in_section (samples_x, samples_y, left_x, right_x, lower_y, upper_y) > ©)
if (which ==x)
{
cut_x =find_good_cutting (samples_x, left_x, right_x);
Tile (samples_x, samples_y, left_x, cut_x, lower_y, upper_y, y);
Tile (samples_x, samples_y, cut_x, right_x, lower_y, upper_y, y);
}
else
{ . |
cut_y = find_good_cutting (samples_y, lower_y, upper_y);
Tile (samples_x, samples_y, left_x, right_x, lower_y, cut vy, x);
Tile (samples_x, samples_y, left_x, right_x, cut_y, upper_y, x);
}
}
else
{
write_out (samples_x, samples_y, left_x, right_x, lower_y, upper_y);
}
}

Algorithmus 1: Rekursiver Kachelalgorithmus

Zur Aufteilung der Testpunkte in Kacheln wurde ein rekursiver Algorithmus gewdhlt. Zur
Beschleunigung des Verfahrens wird zundchst die Menge der Testpunkte sowohl nach der x-
Koordinate als auch nach der y-Koordinate sortiert. Dies kann auch schon beim Erzeugen
und Einfiigen der Testpunkte in die Menge aller Testpunkte geschehen.
Zu Beginn des Algorithmus liegen alle Testpunkte auf einer einzigen Kachel. Sind zu viele
Punkte in dieser Menge, wird abwechselnd nach x-Koordinate und y-Koordinate geteilt und
die dadurch entstehenden Mengen weiter rekursiv betrachtet. Wichtig dabei ist, dafs nicht
bei jedem Aufteilungsschritt neue Mengen gebildet werden. Dies wiirde zu exponentiell mit
der Zahl der Aufteilungsschritte k wachsenden Punktmengen fiihren. Bezeichnet n die ur-
spriingliche Anzahl der insgesamt verteilten Testpunkte, so wiirde die Anzahl der Test-

punkte aller Kacheln zusammen nach k Aufteilungen n 2" betragen.
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3.3.1 Geometrische Teilung

Noch nicht ndher betrachtet wurde im obigen Algorithmus die Funktion find_good_cutting,
die das Aufteilen der aktuellen Samplepunkte vornimmt. Idealerweise sollte eine Aufteilung
Mengen mit gleicher Machtigkeit erzeugen und somit die Menge der im nédchsten Schritt zu
betrachtenden Testpunkte halbieren.

Ein schnell zu implementierendes Verfahren ist die Berechnung der Kachelungsgrenzen als
geometrische Mitte der urspriinglichen Kachel. Sind alle Samplepunkte anndhernd gleich-
verteilt, fiithrt dieses Verfahren zu kleinsten Kacheln mit wenig Schwankungen beziiglich der
Anzahl der Testpunkte. Jedoch kénnen bei stark geclusterten Testpunktbereichen deutliche
Unterschiede in der Testpunktanzahl auftreten. Vor allem bei der Hot-Spot-Verteilung hat
sich gezeigt, dafs hdufig Kacheln mit sehr unterschiedlicher Anzahl an Samplepunkten er-
zeugt werden.

3.3.2 Teilung tber Mediansuche

Die oben beschriebenen Nachteile einer geometrischen Aufteilung lassen sich vermeiden,
wenn statt dessen eine Medianteilung implementiert wird. Dazu wird bei der Aufteilung
nach einer Koordinate das mittlere Element als Teilungsgrenze bestimmt. Da es sich bei den
betrachteten Punktmengen um vorsortierte Mengen handelt, ist dies in linearer Zeit moglich.
Selbst bei nicht vorsortierter Menge kann eine Mediansuche in linearer Zeit erfolgen [4].
Durch diese Vorgehensweise wird sichergestellt, dafs sich die Anzahl der Testpunkte zweier
in einem Teilungsschritt entstehender Kacheln hochstens um eins unterscheidet. Fiir eine
Parallelisierung des Verfahrens wird somit sichergestellt, dafs anndhernd gleich viel Rechen-
zeit pro Kachel aufgewendet werden mufs. Auch kann dadurch nach Berechnung einer Ka-
chel die verbleibende restliche Rechenzeit recht genau bestimmt werden. Warum es dennoch
zu kleineren Schwankungen kommen kann, zeigt der ndchste Abschnitt.

3.3.3 Uberlappende Bereiche bei der Kachelung

Da nicht ausgeschlossen werden kann, dafs bei der Aufteilung in Kacheln Testpunkte eines
GOBs in unterschiedlichen Kacheln zu liegen kommen, mufs eine Betrachtung der Randbe-
reiche vorgenommen werden. Verdeutlicht wird dies in Abschnitt 3.4, wo die Interpretation
der Neuronen und Verbindungen nach Beendigung des UFDCS-Algorithmus beschrieben
wird.

Bei der Aufteilung der Testpunkte wird um jede Kachel herum ein schmaler Randbereich
zusétzlich hinzugenommen, d.h. die in diesen Bereich fallenden Punkte werden den eigentli-
chen Testpunkten der Kachel hinzugefiigt. Realisiert wird dies durch eine nachtrdagliche In-
dexverschiebung der urspriinglichen Kachelungsgrenzen.

Um nicht in jedem Aufteilungsschritt diese Randpunkte zusétzlich betrachten zu mdissen,
und insbesondere dadurch die insgesamt als Randbereich entstehende Fldche unnétig zu
vergrofsern, geniigt es, beim letzten Teilungsschritt, also bevor die Testpunkte einer Kachel
endgiiltig festgelegt werden, diese Punkte zu berticksichtigen.

Durch die Beriicksichtigung von Réndern koénnen natiirlich Schwankungen in der Test-
punktanzahl zwischen Kacheln entstehen, wenn Randbereiche mit unterschiedlicher Dichte
die Kacheln mehr oder weniger vergrofsern.

3.4 Interpretationsschritt der Kacheln

Der Interpretationsschritt der Kacheln hat die Aufgabe, aus den Neuronen- und Verbin-
dungsdaten, zusammen mit den urspriinglichen Gerberobjekten, die zu Beginn von Kapitel 3
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beschriebenen Leitungsnetzdaten zu erzeugen, um die geforderten Tests (Leitungs- und

Isolationstest) durchfiihren zu kénnen.

Zunichst werden die gegebenen Gerber-Daten wie oben beschrieben eingelesen, Sample-
punkte darauf verteilt und die Menge der Samplepunkte in Kacheln aufgeteilt. Auf die Test-
punkte jeder Kachel wird nun der UFDCS-Algorithmus angewendet, um die Verbindungs-
struktur dieser Kachel zu berechnen. Nachdem das Abbruchkriterium erfiillt ist, reprasentie-
ren die erzeugten Neuronen zusammen mit den Verbindungen die Struktur der Objekte auf
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Algorithmus: UFDCS_Gerber

Beschreibung: Gesamtalgorithmus zur Interpretation der Gerber-Daten
Ausgabe: Maximal zusammenhangende Mengen, die die Leitungsnetze reprasentie-
ren.

UFDCS_Gerber() {
samples = {};
gobs =read_all_objects ();
forall (gob g in gobs) {
points = g.generate_samplepoints ();
samples.add (points);
}
samples_x = samples.sort_x ();
samples_y = samples.sort_y ();
nx = samples_x.count ();
ny = samples_y.count ();
Tile (samples_x, samples_y, 0, nx, 0, ny, X);
forall (tile) {
UFDCS (tile);
forall (neuron n in neurons) {
A, = n.locate_gobs ();
forall (neighbours m of n) {
A, = A, O m.locate_gobs ();

}
}
forall (i, j) {
|f(A,ﬂA]¢|:|){
A;.add (AJ),
Aj.delete ();
}

}
forall (A2 0){

write_out (A);

}
read_all (A);
forall (i, j) {
if (A, n AJ¢D){
Avadd (A);
Aj.delete ();
}

}

forall (A 0) {
write_out_nets (A);

}

Algorithmus 2: UFDCS-Gerber Gesamtalgorithmus

Um zusammenhédngende Objekte zu identifizieren wird fiir jedes erzeugte Neuron berech-
net, ob der damit verbundene geometrische Ort (Punkt) einen Schnitt mit den urspriingli-
chen GOBs hat und diese in Mengen gespeichert. Nach diesem Point-Location-Test werden
Mengen mit nichtleerem Schnitt zu gréfieren Mengen vereinigt. Treten keine weiteren
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Schnitte von Mengen auf, sind die maximalen Zusammenhangskomponenten, d.h. die in
dieser Kachel enthaltenen Leiterbahnnetze, komplett berechnet.

Alle so gebildeten maximalen Mengen werden zuletzt wiederum nach obigem Verfahren
vereinigt. Durch die tiberlappenden Regionen werden nun auch Leitungsnetze, die iiber Ka-
cheln hinweg verlaufen, korrekt erkannt. Am Ende des Gesamtalgorithmus entsprechen die
maximalen Zusammenhangsmengen den Leitungsnetzen der gesamten Platine.

Ein Nachbearbeitungsschritt berechnet nun noch aus der Kopfinformation der Gerber-Datei
zusammen mit den Elementen der maximalen Zusammenhangsmengen die AFT-
Reprisentation der Daten und gibt diese in eine Datei aus.

Durch die Verwendung von Union-Find-Strukturen [4] kann der Aufwand fiir die oben be-
schriebenen Mengenoperationen deutlich gegeniiber einer naiven Vorgehensweise verrin-
gert werden. Fiir Mengen A und B mit n bzw. m Elementen kann dadurch der Schnitt beider
Mengen in O(n Hog m ) berechnet werden, wobei n das Minimum von n und m sein sollte.

Die Vereinigung zweier Mengen lafst sich sogar in konstanter Zeit berechnen.

Abb. 9: Kachel wéhrend der Berechnung
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4 Ergebnisse

Durch die Verwendung eines neuronalen Ansatzes wurde untersucht, ob das Problem der
korrekten Identifizierung von Leiterbahnnetzen aus unsauberen Daten moglich ist, bzw. sich
sogar besser und robuster gegeniiber herkommlichen Methoden verhilt. Eine mogliche Vor-
gehensweise zum Filtern unsauberer Daten ist die Betrachtung eines zusatzlichen Randbe-
reichs um jedes geometrische Objekt. Schneiden sich diese Randbereiche, so handelt es sich
an der Schnittstelle moglicherweise um eine unsaubere Stelle in den Reprdsentationsdaten.
Die Korrektheit dieser Methode ist jedoch entscheidend davon abhéngig, welche Form der
hinzugenommene Randbereich zum Objekt hinzufiigt.

Abb. 10: Vollstdndig berechnete Kachel

Der Vorteil der neuronalen Methode besteht darin, dafs diese Form nicht weiter interessiert,
da allein durch die hohere Punktdichte in diesem Bereich eine Verbindung zum Nachbarob-
jekt mit hoherer Wahrscheinlichkeit zustande kommt als in anderen Bereichen.

Ein Spezialfall dieser hoheren Dichte sind die weiter oben angesprochenen Drawn Pads. Ty-
pisch fiir das Erkennen dieser Pads mittels der beschriebenen neuronalen Struktur ist eine
erhchte Verbindungsdichte in diesem Bereich. Deshalb kénnen in einem Nachbearbeitungs-
schritt diese Pads sehr leicht erkannt werden. Dazu mufs lediglich die Anzahl der Verbin-
dungen, die von einem GOB zu einem Nachbarobjekt bestehen, gezédhlt werden und diese
Zahl relativ zu den insgesamt auf diesem Objekt verteilten Testpunkten betrachtet werden.
Wird dabei ein bestimmter Prozentsatz iiberschritten, handelt es sich um ein Drawn Pad und
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die adjazenten Objekte konnen zu einem Objekt vereinigt werden. Ein Beispiel dafiir zeigt
Abb. 11.

In den Abbildungen sind jeweils die Kachelgrenzen (rot) mit zugehérendem Randbereich
(blau) zu sehen. Damit die Neuronenverbindungen deutlicher zu sehen sind, wurden die
geometrischen Objekte geringfiigig kleiner gezeichnet als sie zur Berechnung herangezogen
werden. Bei Leiterbahnziigen verlaufen die Neuronenverbindungen oftmals in der Mitte der
Linie und sind nicht immer genau erkennbar.

|| (.

=

g

Abb. 11: Erkennen von Drawn Pads

5 Ausblick

Praktische Untersuchungen an realen Leiterplattendaten haben gezeigt, daf3 eine Interpreta-
tion mittels des vorgestellten Verfahrens moglich ist und Vorteile hinsichtlich der Korrektur
fehlerhafter Daten gegentiber standardisierten Methoden bietet. Die Rechenzeit des vorge-
stellten Verfahrens ldf3t sich an vielen Stellen durch die Wahl von besseren Datenstrukturen
weiter optimieren. So wiirde sich durch die Verwendung von Voronoi-Diagrammen wiéh-
rend der UFDCS-Phase die aufwendige Nachbarschaftssuche entscheidend verkiirzen. Das
wiirde es ermoglichen, die Kachelung der Gesamtplatine grober zu belassen.

Durch die verteilte Struktur der Testpunkte auf einzelne Kacheln ist jederzeit eine Paralleli-
sierung des Verfahrens vollig problemlos moglich und praktisch ohne Anderungen des Al-
gorithmus zu erreichen.

Die Autoren méchten sich bei Prof. Dr. P. Tran-Gia und Kurt Tutschku fiir ihre Hinweise
und Anregungen bedanken. Ebenfalls sei die gute Zusammenarbeit mit den Mitarbeitern der
Firma ATG hervorzuheben.
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