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Kapitel 1

Einleitung

1.1 Das Miihlespiel

Das Spiel Miihle ist neben Spielen wie Go, Pachisi, Backgammon, Dame und Schach eines
der Adltesten und beliebtesten Brettspiele fiir zwei Personen. So wurden Miihlebretter in vie-
len historischen Gebduden gefunden. Das élteste stammt aus der Zeit um 1400 vor Christus
und wurde in einem Tempel in Agypten gefunden. Bis heute erfreut sich das Miihlespiel
grofler Beliebtheit. Im Englischen ist es unter dem Namen Nine-Mens-Morris bekannt.

Abbildung 1.1: Miihle Spielfeld

Das Standard-Spielbrett besteht aus drei konzentrisch liegenden Quadraten, die in den Sei-
tenmitten verbunden sind. Die Eckpunkte und die Mittelpunkte bilden 124+12=24 Felder,
auf die Spielsteine gesetzt werden konnen. Ein Miihlespielfeld ist in Abbildung 1.1 darge-
stellt.

Zu Beginn des Spiels ist das Brett leer. Die beiden Spieler bekommen jeweils neun Spiel-
steine in Schwarz beziehungsweise Weifl. Der Spieler mit den weiflen Steinen beginnt die
Partie. Zwolf Felder besitzen je zwei Nachbarfelder, acht je drei Nachbarfelder und vier je
vier Nachbarfelder. Jedes Feld ist zweimal durch jeweils eine gerade Verbindung mit je zwei
anderen Feldern verbunden. Stehen auf drei so verbundenen Feldern Steine einer Farbe, so
bilden sie eine ” Miihle”.

Ziel des Spiels ist es, Miihlen zu schlieBen und dem Gegner somit einen Stein nach dem
anderen zu nehmen. Sobald ein Spieler nur noch zwei Steine besitzt oder keinen giiltigen
Zug mehr machen kann, hat dieser die Partie verloren.

Im Spiel unterscheidet man drei Phasen. Die Anfangsphase ist die Setzphase. Hier setzen die
Spieler abwechselnd einen ihrer Steine auf ein freies Feld. Schlieit einer damit eine Miihle,
kann er einen beliebigen, nicht in einer Miihle befindlichen Stein des Gegners aus dem Spiel
nehmen.

Sind alle Steine gesetzt, beginnt das Mittelspiel (Schiebephase). Nun kénnen eigene Steine
entlang einer Linie um jeweils ein Feld verschoben werden. Auch hier kénnen Miihlen gebil-



det und dem Gegner somit Steine geschmissen werden. Kann ein Spieler nicht mehr ziehen,
da seine Steine von den gegnerischen Steinen eingesperrt sind, hat er verloren.

Die letzte Phase beginnt, sobald ein Spieler nur noch drei Steine auf dem Spielfeld hat.
Man nennt sie Endspiel. Nun ist es dem Spieler mit den drei Steinen erlaubt, mit einem
seiner Steine auf ein beliebiges freies Feld auf dem Spielbrett zu springen. Der andere Spieler
spielt, sofern sich noch mehr als drei seiner Steine auf dem Spielfeld befinden, weiter nach
den Regeln der Schiebephase. Das Schlielen von Miihlen und das Schmeiflen von gegneri-
schen Steinen folgt ebenso den oben beschriebenen Regeln.

Fiir das Miihlespiel sind heute zahlreiche Varianten verbreitet. Insbesondere wird die Fra-
ge, ob in der Setzphase beim Schliessen zweier Miihlen durch das Setzen nur eines Steins
ein oder zwei Steine des Gegners geschmissen werden diirfen, unterschiedlich beantwortet.
Dariiber hinaus gibt es auch Varianten, in denen in bestimmten Fillen das Schmeiflen von
Steinen innerhalb einer Miihle erlaubt ist. In unserer Arbeit haben wir uns auf die am wei-
testen verbreiteten Grundregeln beschriankt, bei denen stets nur ein einziger Stein entfernt
werden kann und laut denen das Schmeiflen von Steinen in Miihlen generell nicht erlaubt
ist.

1.2 Ziel dieser Arbeit

Aus spieletheoretischer Sicht ist Miihle ein Zug-basiertes, deterministisches Null-Summen-
Spiel. Das heift, alle Gewinne eines Spielers sind automatisch Verluste des Gegners. Ko-
operation beider Spieler existiert in einem solchen Spiel natiirlich nicht. Anfang der 90er
Jahre wurde das Miihlespiel vom Schweizer Ralph Gasser durch eine ,,Retrogerade Analyse*
untersucht und schlieilich als unentschieden gel6st (siche [7]). Er generierte eine Daten-
bank, in der alle legalen Spielfeld-Kombinationen gespeichert waren. Zu diesen speicherte er
zuséitzlich das Spielergebnis. So konnte man feststellen, dass das Spiel Remis endet, sofern
beide Spieler perfekt spielen. Nach dieser Erkenntnis geriet das Miihlespiel als informatisches
Problem in den Hintergrund. Dennoch gibt es trotz der Existenz einer perfekten Datenbank
Griinde, die fiir die Programmierung eines auf heuristischen Spieleinschdtzungen beruhen-
den Miihleprogramms sprechen. Zum einen spielt eine solche Datenbank zwar theoretisch
fehlerfrei, aber es ist ihr nicht mo6glich, Spielsituationen zu erkennen, die nicht perfekte Spie-
ler zu Fehlern verleiten. Zum anderen wird durch die Grée der Datenbank (etwa 8 GB) die
Anwendung fiir einen normalen Nutzer unbrauchbar.

Hauptziel dieser Arbeit ist es nun deswegen, ein Heuristik-basiertes Miihleprogramm zu
schreiben, das nicht nur gegen eine solche perfekte Miihledatenbank moglichst wenige Nie-
derlagen erleidet, sondern auch gegen Menschen und andere, fehlerbehaftete Programme
moglichst gut abschneidet. Dabei stellen sich im Wesentlichen zwei grofie Aufgabenbereiche:
Zum einen die Programmierung eines effizienten Suchalgorithmus, zum anderen die Gewin-
nung einer moglichst genauen und schnell berechenbaren Heuristik. Als Suchalgorithmus soll
dabei der Minmax-Algorithmus mit verschiedenen Verbesserungen verwendet werden. Den
Nutzen dieser Verbesserungen zu testen, soll daher auch ein Ergebniss dieser Arbeit werden.
Eine gute Heuristik soll durch maschinelles Lernen in einem Neuronalen Netzwerk erreicht
werden. Neben diesen beiden Hauptaspekten soll die Geschwindigkeit und Spielstirke unse-
res Programms durch die Verwendung einer selbst erstellten Endspieldatenbank und durch
eine moglichst effiziente Implementierung des Miihlespiels verbessert werden.

Als Programmiersprache wurde wegen der Portabilitét auf verschiedene Betriebsysteme JA-
VA verwendet, die moglichen Performance-Verluste gegeniiber anderen Programmierspra-
chen wurden dafiir in Kauf genommen.



1.3 Ein Miihlespiel Agent im PEAS-Schema

1. Performance.

Das Hauptmaf fiir die Performance eines Miihlespieler-Agenten ist sicher seine Spielstérke,
also bei welchem Anteil seiner Miihlespiele er einen Sieg oder zumindest ein Unentschieden
erreicht. Da das Miihlespiel bereits als unentschieden gel6st ist, wére es auch denkbar, die
Quote der Niederlagen gegen einen perfekten Spieler zur Bewertung des Miihleagenten her-
anzuziehen. Ein sekundéres Maf fiir einen Miihlespieler-Agenten ist die - fiir einen Zug oder
das gesamte Spiel - verbrauchte Zeit.

2. Environment.

Die Umgebung des Miihle spielenden Agenten ist vollstdndig beobachtbar. Weiterhin handelt
es sich um eine strategische Umgebung, das heifit, die Umgebung ist bis auf die Aktionen des
Gegners deterministisch bestimmt. Es handelt sich ferner um eine sequentielle Umgebung,
da aufeinanderfolgende Aktionen im starken Mafle voneinander abhéngen. Sieht man von ei-
ner zeitlichen Beschrankung auf ein ”verniinftiges” Maf} ab, so kann man von einer statischen
Umgebung sprechen, bezieht man die Denkzeit als Performancemafl mit ein, so handelt es
sich beim Miihlespiel um eine semidynamische Umgebung. Schlielich spielen jeweils zwei
Agenten ein Miihlespiel, es handelt sich also formal um eine Multiagentenumgebung.

3. Aktuatoren.
Einziger Aktuator beim Miihlspieler-Agenten ist das Ausfiihren eines legalen Zuges auf ei-
nem (virtuellen) Miihlefeld.

4. Sensoren.
An Sensoren benotigt ein Miihlespieler- Agent lediglich eine Mglichkeit, die Aktionen seines
Gegenspielers zu erfahren, oder eine Moglichkeit, die Position auf dem vorliegenden Spielfeld
zu erkennen.



Kapitel 2

Minmax Suche

2.1 Minmax

Der in dieser Arbeit verwendete Algorithmus zum Finden eines richtigen Zuges ist der
Minmax-Algorithmus. Seine grundlegende Funktionsweise ist folgendermafien:

Von der aktuellen Spielposition wird der komplette Spielbaum mittels Tiefensuche durch-
sucht. Der am Zug befindliche Spieler sei der ,,Max“-Spieler, sein Gegner der ,,Min“-Spieler.
An den Blittern dieses Baumes ist der Spielwert mit dem Ausgang des Spiels identisch,
also +1 bei einem Sieg fiir den urspriinglich aktiven Spieler, -1 bei seiner Niederlage und 0
im Falle eines Unentschiedens. Mit dieser Information kann nun von den Bléttern bis zur
Wurzel des Spielbaums rekursiv der Spielwert eines Knotens ermittelt werden. Dies geh-
schieht, indem ein Knoten das Maximum der Werte seiner Nachfolger annimmt, falls der
Max-Spieler am Zug war, das Minimum, falls der Min-Spieler am Zug war. Die dahinterste-
hende Idee ist es, dass der aktive Spieler in der Spielsituation dieses Knotens den jeweils fiir
sich glinstigsten Nachfolger wéhlen wird. Sind nun alle Knoten des Spielbaums mit einem
solchen Wert belegt, so entspricht der Wert der Wurzel dem aktuellen Spielwert, also dem
Spielausgang der Partie bei perfektem Spiel.

MAX

MIN

Abbildung 2.1: Minmax

Ein richtiger Zug ist bei diesem Vorgehen ein Zug, der den Spielwert fiir den aktiven Spieler
nicht vermindert, also alle Ziige, die zu Nachfolgern der Wurzel des Spielbaums fithren, deren
Spielwert identisch mit dem der Wurzel ist.

Die Laufzeit-Komplexitit des Minmax-Algorithmus liegt bei einer maximalen Baumtiefe
m und einem maximalen Verzweigungsfaktor b des Spielbaums in O(b™). Wegen dieses
exponentiellen Wachstums ist es in der Praxis nicht moglich, den Spielbaum bis zu seinen



Bldttern zu durchsuchen. Stattdessen wird die Suche maximal bis zu einer bestimmten,
festen Tiefe durchsucht und die Knoten dieser Ebene durch eine Heuristische Funktion
bewertet. Offensichtlich hiingt die Giite des Ergebnisses des Minmax-Algorithmus in der
Praxis in entscheidendem Mafle von der Giite der Heuristik ab. Beim Miihlespiel konnten
wir einen durschnittlichen Verzweigungsfaktor von b = 13.5 ermitteln, wobei dieser in der
Setzphase im Bereich um b = 16.5 liegt und in der Schiebephase ungefihr bei b = 11.1.

int Minmax(int depth) {
return Max(depth) ;
}

int Max(int depth) {
int best = -INFINITY;
if (depth <= 0) return Evaluate();
GeneratelLegalMoves () ;
while (MovesLeft()) {
MakeNextMove () ;
val = Min(depth - 1);

UnmakeMove () ;

if (val > best) best = val;
return best;

int Min(int depth) {
int best = INFINITY;
if (depth <= 0) return Evaluate();
GenerateLegalMoves () ;

while (MovesLeft()) {

MakeNextMove() ;
val = Max(depth - 1);
UnmakeMove () ;

if (val < best) best = val;

return best;

2.2 Negamax

Wie man sieht, unterscheiden sich die ,Min“-Methode und die ,,Max“-Methode des Minmax-
Algorithmus nur unwesentlich voneinander. Daher werden beide gerne in einer Methode
zusammengefasst. Der Riickgabewert dieser Methode, der im Spielbaum nach oben propa-
giert wird, ist dann der negierte Wert des besten Nachfolge-Zuges fiir den gerade aktiven



Spieler. Der dadurch enstehende Algorithmus Negamax unterscheidet sich zwar von der Vor-
gehensweise nicht vom Minmax-Algorithmus, ist jedoch fiir den Programmierer einfacher zu
handhaben, da Anderungen und Verbesserungen im Algorithmus nicht an zwei Stellen im
Programmcode (in der ,Min“- und in der ,Max“-Methode) geiindert werden miissen.

int Negamax(int depth) {
int best = -INFINITY,;
if (depth <= 0) return Evaluate();
GeneratelLegalMoves () ;
while (MovesLeft()) {
MakeNextMove() ;
val = -Negamax(depth - 1);

UnmakeMove () ;

if (val > best) best = val;

return best;

2.3 Alpha-Beta

Beim Minmax-Algorithmus werden ausnahmslos alle Baumbléatter ausgewertet, sei es explizit
oder mit Hilfe einer Heuristik. Dabei ist bei vielen Bléttern diese zeitaufwéndige Auswertung
unnotig, da sie das Ergbnis ohnehin nicht beeinflussen kénnen.

MAX

MIN

Abbildung 2.2: AlphaBeta

Beim Alpha-Beta-Algorithmus wird nun versucht, solche unnétigen Auswertungen zu ver-
meiden. Dazu wird der Minmax-Aufruf in jedem Knoten mit einem zuséitzlichen Fenster
mit zwei Werten alpha und beta aufgerufen, zwischen denen nach einem exakten Ergebnis
gesucht wird. Wird ein Ergebnis aulerhalb des Fensters erzielt, so wird die obere (alpha-)
bzw. untere (beta-)Schranke zuriickgegeben. Seinen Name erhilt der Algorithmus von diesen
beiden Parametern. Wie auch theoretische leicht nachgewiesen werden kann, unterscheidet
sich das Endergebnis dabei nicht von dem des Minmax-Algorithmus, sofern die Schranken
folgendermaflen gewihlt werden:

Alpha wird auf den hochsten Wert gesetzt, den der Max-Spieler in einem beliebigen Knoten,



in dem er die Entscheidung trifft, auf einem Pfad vom aktuellen Knoten zur Spielbaumwur-
zel erreicht hat. Beta wird analog dazu auf den kleinsten Wert, den der Min-Spieler in dem
Baumknoten, in denen er iiber den Fortgang entscheidet, erreicht, gesetzt. Fasst man die
Min-Methode nach Muster des Negamax wieder zu einer Methode zusammen, so miissen die
Schranken beim Aufruf der nichsten Ebene vertauscht und negiert werden. Es ergibt sich
folgende Form des Alpha-Beta-Algorithmus:

int AlphaBeta(int depth, int alpha, int beta) {
if (depth == 0) return Evaluate();
GenerateLegalMoves () ;

while (MovesLeft()) {

MakeNextMove () ;
val = -AlphaBeta(depth - 1, -beta, -alpha);
UnmakeMove () ;

if (val >= beta) return beta;
if (val > alpha) alpha = val;

return alpha;

Offensichtlich héngt die Anzahl der durch den Alpha-Beta-Algorithmus abgeschnittenen
Blétter und damit auch die Laufzeit des Algorithmus in entscheidender Weise von der Rei-
henfolge ab, in der die Nachfolger eines Knotens ausgewertet werden. Das Finden einer
idealen Sortierung dieser Nachfolger ist ein offenes Problem. Fiir den Fall einer optimalen
Sortierung konnte jedoch nachgewiesen werden, dass die Laufzeit des Minmax-Algorithmus
von b? bei einem Verzweigungsfaktor b und einer durchsuchten Baumtiefe d durch Alpha-
Beta-Abschneiden auf b%/2 verbessert werden. Fiir den Fall einer zufiilligen Sortierung der
Nachfolger reduziert sich die Laufzeit auf 4°¢/4. Eben dieses Ergebniss zeigt auch der Zeittest
(Abbildung 2.3) bei unserem Miihlespiel. Der auf 2 reduzierte Exponent des alpha-beta-
Algorithmus wird deutlich bei einer logarithmischen Skalierung (Abbildung 2.4).

Fiir den Alpha-Beta-Algorithmus bieten sich nun vielfiltige Moglichkeiten der Optimierung.
Prinzipiell bieten sich dabei 3 verschiedene Méglichkeiten an (vgl. [4]):

e Eine Verbesserung der Zugsortierung, die die Zahl der durch den Alpha-Beta-Algorithmus
abgeschnittenen Blétter vergrofiert

e Eine Minimierung des vom Alpha-Beta-Algorithmus durchsuchten Fensters
e Eine wiederholte Nutzung von gewonnener Information

Auf verschiedene solche Verbesserungsmoglichkeiten soll nun im Folgenden eingegangen wer-
den.

10



Setzphase

6000,00

5000,00

4000,00
0
E

£ 3000,00
=
Q
N

2000,00

1000,00

0,00

3 4 5 6 7
Ebenen
Schiebephase

6000,00

5000,00

4000,00
o
E

£ 3000,00
N

2000,00

1000,00

0,00

3 4 5 6 7
Ebenen
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2.4 Iterative Deepening

In der Spielpraxis steht einem Miihleagenten fiir einen Zug nur ein bestimmter Zeitraum
zur Verfiigung. Auf der anderen Seite schwankt aber die vom Alpha-Beta-Algorithmus bei
einer festen Suchtiefe verbrauchte Zeit abhéngig von der Spielsituation in hohem Mafle.
Um dennoch eine moglichst grofle Suchtiefe zu erreichen, wird das Konzept der iterierten
Tiefensuche verwendet, das heifit, es wird wiederholt der Spielbaum mit dem Alpha-Beta-
Algorithmus mit einer aufsteigenden Ebenen-Begrenzung durchsucht, also bis zur Tiefe d =
1,2,...,n bis schlieflich eine festgelegte Zeitschranke iiberschritten wird. Dann wird der
nach der letzten vollstdndigen Suche als am besten eingeschétzte Zug zuriickgegeben. Dies
mag auf den ersten Blick nach einem immensen, iiberfliissigen Aufwand klingen, doch wird
durch den exponentiell wachsenden Aufwand fiir die Iterationen 1,2,...,d — 1 tatsichlich
nur ein Bruchteil der Iteration d benotigt. Beim Miihlespiel etwa kann man davon ausgehen,
dass fiir die Iteration mit Tiefe d — 1 maximal ein Fiinftel der Zeit der Iteration mit Tiefe
d bendétigt wird. Dariiber hinaus liefert die Suche mit einer Tiefe von d — 1 meist eine
ausgezeichnete Zugsortierung der Startziige fiir die darauffolgende Suche bis Tiefe d. Durch
diese Zugsortierung koénnen im Alpha-Beta-Algorithmus tatséchlich oft soviele zusétzliche
Knoten abgeschnitten werden, dass dadurch sogar deutlich mehr Zeit eingespart wird als
durch die ersten d — 1 Iterationen verbraucht wurde. Dieses Resultat ergab sich auch beim
Zeittest in unserem Miihleprogramm (Abbildung 2.5).

Der einfache Alpha-Beta-Aufruf

val = alphaBeta(fixed_depth, -INFINITY, INFINITY);

wird beim Iterative Deepening ersetzt durch:

for (depth = 1;; depth++) {
val = alphaBeta(depth, -INFINITY, INFINITY);
if (TimedOut()) break;

2.5 Aspiration Window

Eine Moglichkeit, die Laufzeit des Alpha-Beta-Algorithmus zu verbessern, bietet das Kon-
zept des Aspiration Window. Hier wird versucht, durch eine Verkleinerung des Suchfensters
des Alpha-Beta-Algorithmus Zeit zu sparen. Diese Methode beruht auf der Idee, dass sich
beim iterierten Anwenden des Minmax-Algorithmus der Spielwert von einem zum néchsten
Iterationsschritt nur noch geringfiigig &ndern sollte. Unter dieser Annahme wird im darauf
folgenden Iterationsschritt die Alpha-Beta-Schranke auf ein symmetrisches Intervall (Aspi-
ration Window) um die heuristische Einschitzung des Spielwerts (Aspiration Value) in der
letzten Iteration gelegt. Somit kénnen beim n#chsten Minmax-Durchlauf mehr Pfade abge-
schnitten werden. Nun gibt es nach dem Ausgang der nichsten Iteration zwei Moglichkeiten:
Die erste Moglichkeit ist, dass man einen Spielwert im Aspiration Window - also zwischen
alpha und beta - gefunden hat. Der Alpha-Beta-Algorithmus liefert dann das selbe Ergebnis
wie in der Grundversion, allerdings konnte durch die Verkleinerung des Suchfensters Zeit ein-
gespart werden. Die zweite Moglichkeit ist, dass das Ergebnis des Alpha-Beta-Algorithmus
gleich einer Intervallgrenze - also gleich alpha oder beta - ist. Dies bedeutet, der eigentliche
Spielwert liegt moglicherweise auflerhalb des Aspiration Window und wurde auf die Schranke
angehoben beziehungsweise abgesenkt. In diesem Fall ist es notig, den Iterationsschritt mit
einem angepassten Wertebereich noch einmal neu durchzufiihren. Wurde die obere Schran-
ke zuriickgegeben, so liegt der Spielwert oberhalb von beta, es muss also im Intervall [beta;
+00] gesucht werden. Analog muss bei Riickgabe der alpha-Schranke das Intervall [—oo;
alpha] durchsucht werden.
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for (depth = 1;; depth++) {
alpha = getLastBestValue() - ASPIRATION_INTERVAL;
beta = getLastBestValue() + ASPIRATION_INTERVAL;

val = AlphaBeta(depth, alpha, beta);
if (val == alpha) val = AlphaBeta(depth, -INFINITY, alpha);
if (val == beta) val = AlphaBeta(depth, beta, INFINITY);
if (TimedOut()) break;
}

Bei unseren Tests mussten wir jedoch feststellen, dass Aspiration Window in unserem Fall
keine Verbesserung gebracht hat. Wir haben die durchschnittliche Denkzeit pro Zug in der
Setz- und in der Schiebephase von drei bis sieben Ebenen einmal ohne und einmal mit
Aspiration Window ermittelt. Dabei haben wir drei Intervalle mit Radius 0.05, 0.1 und
0.2 getestet. Wie man in Tabelle 2.2 sieht, sind die Werte der Aspiration Windows in der
Schiebephase fast identisch, aber alle dennoch knapp schlechter als ohne Aspiration Window.
Auch in der Setzphase (Tabelle 2.1) ist kein Zeitgewinn feststellbar. Bei einem Aspiration
Window mit Radius 0.05 ist sogar das Gegenteil der Fall, denn hier ist das Ergebnis erheblich
schlechter. Das liegt vor allem daran, dass sich in der Setzphase die Spieleinschiatzung bei
einer nicht perfekten Heuristik von einer zur néchsten Iteration noch erheblich dndern kann.
Zusammenfassend lésst sich feststellen, dass gerade die Zeit, die bei manchen erfolgreichen
Aspiration Values gewonnen wird, wieder verbraucht wird, um bei einer erfolglosen Suche
eine Iteration neu zu berechnen.

’Ebenen H 3\ 4\ 5\ 6\ 7‘
ohne Aspiration Window || 2,23 | 19,18 | 103,37 | 847,66 | 4415,71
mit Aspiration W. (0.05) || 2,66 | 25,03 | 122,05 | 1035,93 | 5245,60
mit Aspiration W. (0.1) 2,24 | 18,89 | 100,73 | 840,54 | 4399,55
mit Aspiration W. (0.2) 2,25 | 18,94 | 101,02 | 848,78 | 4418,31

Tabelle 2.1: Aspiration Window: Denkzeit pro Zug in ms (Setzphase)

Ebenen [ 3] 4] 5] 6] 7]
ohne Aspiration Window || 1,84 | 12,26 | 63,94 | 538,50 | 2685,06
mit Aspiration W. (0.05) || 1,88 | 12,40 | 66,28 | 548,62 | 2874,62
mit Aspiration W. (0.1) 1,84 | 12,32 | 66,23 | 557,37 | 2901,05
mit Aspiration W. (0.2) 1,83 | 12,34 | 66,18 | 557,75 | 2908,66

Tabelle 2.2: Aspiration Window: Denkzeit pro Zug in ms (Schiebephase)
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2.6 Minimal Window

Eine weitere Idee zur Beschleunigung der Denkzeit im Minmax-Algorithmus ist die Verwen-
dung des sogenannten Minimal Window. Dieses ist eine Verschirfung des Konzeptes des
Aspiration Window. Hier wird nicht nach jeder Iterationsstufe die Alpha- und Betaschranke
angepasst, sondern direkt auf oberster Ebene im Minmax-Baum. Beim Minimal Window
wird darauf spekuliert, dass der erste Knoten des Baumes auch der beste Nachfolgekno-
ten fiir den aktiven Spieler ist. Bei einer Zugsortierung mit Hilfe der iterierten Tiefensuche
besteht zu dieser Annahme durchaus Hoffnung. Setzt man nun voraus, dass der unter den
bisher durchsuchten Nachfolgern beste auch der insgesamt beste Nachfolger ist, so kann man
die Alpha- und Betaschranke fiir den néchsten Knoten auf ein minimales Intervall um diesen
angenommenen besten Wert legen.

Fiir den berechneten Wert des ndchsten Knotens bieten sich nun drei Mo6glichkeiten: Die
erste Moglichkeit besteht darin, dass die Alpha-Beta-Suche ein Ergebnis unterhalb des bis-
herigen besten Werts liefert, insbesondere die alpha-Schranke. In dieser Situation hat man
durch die Begrenzung des Suchbereiches Zeit gespart. Dennoch ist sichergestellt, dass der
Wert des durchsuchten Knotens kleiner ist als der bisher beste und daher nicht als insgesamt
beste Zugmoglichkeit in Frage kommt. An der Wahl des Minimal Windows fiir den néchs-
ten Knoten dndert sich in diesem Fall nichts. (Abbildung 2.7 a)) Eine zweite Moglichkeit
ist es, dass der Spielwert iiberhalb des angenommenen besten Wertes, aber noch innerhalb
des Suchfenster liegt. In diesem Fall wurde der exakte Wert eines neuen besten Knotens
bestimmt. Fiir die weitere Suche dient er als Basis fiir das neue Suchfenster. (Abbildung 2.7
b)) Die dritte Moglichkeit besteht darin, dass der Alpha-Beta-Algorithmus als Ergebnis die
beta-Schranke zuriickgibt. Dies bedeutet, dass der eigentliche Spielwert besser ist als der
angenommene beste Spielwert. In diesem Fall muss der Knoten noch einmal mit angepass-
tem Suchfenster neu berechnet werden, um seinen exakten Wert zu bestimmen. Hier geniigt
es dann aber, im Intervall [beta; oo] zu suchen, da ja bereits festgestellt wurde, dass der
Wert des Knotens grofier oder gleich beta ist. Mit diesem Wert des neuen besten Knotens

kann nun fiir die darauf folgenden Knoten ein neues minimales Suchfenster angelegt werden.
(Abbildung 2.7 c))

int alphaBeta_MinWindow (int depth, int alpha, int beta) {
if (depth == 0) return Evaluate();
GeneratelLegalMoves();

while (MovesLeft()) {
MakeNextMove () ;
val = -alphaBeta_MinWindow(depth - 2, -beta, -alpha);

// MinimalWindow fehlgeschlagen
if (val == beta) val = -alphaBeta_MinWindow (depth - 2, -WIN_VALUE, -alpha);

//alpha neusetzen
alpha = Math.max(alpha, val - POSITIVE_ZERO) ;

//Minimal Window setzen
beta = alpha + 2 * POSITIVE_ZERO;

UnmakeMove () ;

if (val >= beta) return beta;

if (val > alpha) alpha = val;
}

return alpha;
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Abbildung 2.7: Minimal Window Skizze

Bei der Verwendung von Minmal Window haben wir bei den Tests einen erfreulichen Zeit-
gewinn verzeichnen kénnen. In der Setzphase (Tabelle 2.3) liegt dieser Gewinn bei 41,5%.
In der Schiebephase (Tabelle 2.4) ist immernoch ein Zeitgewinn von 33,8% zu sehen.

’Ebenen H 3\ 4\ 5\ 6\ 7‘
ohne Minimal Window || 2,23 | 19,18 | 103,37 | 847,66 | 4415,71
mit Minimal Window 2,08 | 14,02 74,63 | 513,56 | 2583.,55

Tabelle 2.3: Minimal Window: Denkzeit pro Zug in ms (Setzphase)

[Ebenen T3] 4] 5] 6] 7]
ohne Minimal Window || 1,84 | 12,26 | 63,94 | 538,50 | 2685,06
mit Minimal Window 1,70 | 9,48 | 52,44 | 347,40 | 1777,79

Tabelle 2.4: Minimal Window: Denkzeit pro Zug in ms (Schiebephase)

2.7 Transposition Table

Beim Durchlaufen des Minmax-Baumes kommt es haufig vor, dass eine Spielfeldkonstellation
in mehreren Knoten identisch ist. Das ist in folgendem kleinen Beispiel der Fall: Angenom-
men Weifl setzt zuerst auf das freie Feld A, dann setzt Schwarz auf Feld B und hierauf
Weif} auf Feld C. Das sich ergebende Spielfeld ist identisch mit der Setzfolge C' — B — A.
Jedoch wiirde dieses Spielfeld in jedem auftretenden Knoten neu evaluiert bzw. dessen Teil-
baum weiter verfolgt werden. Es wére also praktisch, wenn man bereits evaluierte Spielfelder
speichert und dann beim Betreten einer bekannten Spielfeldkonstellation den gespeicherten
Wert direkt verwendet. Diese Art des Speicherns von Spielfeldern mit den dazugehorigen

18



Setzphase

5000,00

4500,00

4000,00

3500,00

3000,00

2500,00

Zeit in [ms]

2000,00

1500,00

1000,00

500,00

0,00
3 4 5 6 7

Ebenen

[—#—ohne Minimal Window —#— mit Minimal Window |

Schiebephase
3000,00

2500,00

2000,00

1500,00

Zeit in [ms]

1000,00

500,00

0,00

3 4 5 6 7
Ebenen

‘—o—ohne Minimal Window —#—mit Minimal Window ‘

Abbildung 2.8: Minimal Window: Denkzeit pro Zug in ms



Spielwerten ist in der Litartur als Transposition Table bekannt.

Sie wird also wihrend eines Minmax-Aufrufs verwendet, um bereits evaluierte Spielfelder
und deren Spieleinschéitzung zu speichern. Jedoch ist beim Alpha-Beta-Algorithmus von
einem Spielfeld nicht immer die genaue Spieleinschitzung bekannt. So kann es sein, dass
nur die Alpha- oder Betaschranke bekannt ist, also der eigentliche Spielwert nur mindestens
oder maximal so gut ist wie alpha beziehungsweise beta. Aber auch in diesem Fall ist es ein
Gewinn, wenn man fiir einen Knoten schon weif3, dass er mindestens oder maximal so gut ist
wie die gegebene Schranke. In der praktischen Umsetzung muss demnach aber unterschieden
werden, ob der Wert fiir diesen Knoten exakt, kleiner einer Alphaschranke oder grofier einer
Betaschranke ist. So speichern wir zusétzlich zum Spielwert ein Flag, das diese Information
beinhaltet.

Beim Betreten eines neuen Knotens wird erst in der Transposition Table iiberpriift, ob die
Spielsitation bereits gespeichert ist. Ist die Spielfeldkonstellation gespeichert und ist der
zugehorige Wert als exakt gekennzeichnet, so kann dieser sofort zuriickgegeben werden. Ist
nur der Alpha- oder Beta-Wert bekannt, kann immerhin die Alpha- bzw. Beta-Schranke neu
gesetzt werden. Wenn die Spielsitation dagegen noch nicht in der Transposition Table vor-
handen ist, dann wird der Knoten evaluiert beziehungsweise dessen Teilbaum weiter verfolgt
und anschliefend darin gespeichert.

Da ein Minmax-Baum trotz des Alpha-Beta-Abschneidens mehr als eine Million Knoten
haben kann, ist es wichtig die Spielfelder in einer Struktur zu speichern, die einen schnellen
Datenzugriff ermoglicht. Fiir diese Zwecke bietet sich ein Hash an, der als Keys eindeutige
Kennnummern der Spielfelder besitzt und als Wert eine Struktur aus dem Spielwert, der
aktuellen Denktiefe und dem Flag, das die Art des Spielwerts angibt.

2.7.1 Zobrist Keys

Wie gerade erklart, verwenden wir fiir das Speichern der Transposition Table eine Hash-
Datenstruktur. Hierfiir wird eigentlich ein eindeutiger Hash-Key benétigt, zu dem eine bi-
jektive Abbildung auf eine Spielsituation mdoglich ist. Das Miihle-Spielfeld hat 24 Felder, von
denen jedes Feld entweder leer, von weifl oder von schwarz besetzt sein kann. Es gibt also
maximal 324 mogliche Spielfeldkonstellationen. Das entspricht ungefihr 2, 8-10'" Moglichkei-
ten. In Java sind Hashkeys jedoch nur 32 Bit lang. So kénnten nur 232 ~ 4,2-10° verschieden
Felder gespeichert werden. Eine bijektive Abbildung von den Spielfeldern zu den Hash-Keys
ist demnach nicht moglich.

Es muss also zwangsweise mit einer Doppelbelegung eines Keys gerechnet werden. Bei einer
geigneten Wahl der Keys lédsst sich dieses Risiko jedoch stark reduzieren. Bei naiver Vor-
gehensweise wiirde man Keys erzeugen, die sich bei einer kleinen Anderung des Spielfeldes
nur geringfiigig veréndern. Dies fiithrt sofort zu Doppelbelegung. Eine gute Methode ist die
Verwendung von Zobrist Keys:

Jedes der 24 Felder wird mit zwei 32-Bit Zufallszahlen initialisiert. Eine Zufallszahl fiir einen
moglichen schwarzen und eine fiir einen mogliche weiflen Stein, der auf dem Feld sitzt. Der
Hash-Key eines Spielfeldes wird nun daraus erzeugt, dass die Zufallszahlen aller gesetzen
weiflen und schwarzen Steine logisch geodert werden. So werden Keys mit grofler Distanz
selbst bei kleiner Spielfeldénderung erzeugt, die in der Praxis kaum Doppelbelegungen ver-
ursachen.
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2.7.2 Implementierung

int alphaBeta_TransTable(int depth, int alpha, int beta) {
int hashf = hash_ALPHA;

if (hashEntry = searchHash (playground.getZobristKey) != null) {
if (hashEntry.type == hash_EXACT) return hashEntry.value;
if (hashEntry.type == hash_ALPHA) {
if (hashEntry.value <= alpha) return alpha;
if (hashEntry.value < beta) beta = hashEntry.value;
}
if (hashEntry.type == hash_BETA) {
if (hashEntry.value >= beta) return beta;
if (hashEntry.value > alpha) alpha = hashEntry.value;

3

if (depth == 0) {
val = Evaluate();
recordHash(depth, val, hash_EXACT);
return val;

3

GenerateLegalMoves();
while (MovesLeft()) {

MakeNextMove() ;
val = -alphaBeta_TransTable(depth - 1, -beta, -alpha);
UnmakeMove () ;

if (val >= beta) {
recordHash(depth, beta, hash_BETA);
return beta;

}

if (val > alpha) {
hashf = hash_EXACT;
alpha = val;

3

}
recordHash(depth, alpha, hashf);
return alpha;

2.7.3 Test und Auswertung

Wie nicht anders erwartet bringt die Verwendung der Transposition Table einen enormen
Zeitgewinn. In der Setzphase betréigt dieser 59,6%. In der Schiebephase ist sogar ein Zeit-
gewinn von 62,5% im Vergleich zur Version ohne Transposition Table zu messen.
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Ebenen H 3 \ 4 \ 5 6 7

ohne Transposition Table || 2,23 | 19,18 | 103,37 | 847,66 | 4415,71
mit Transposition Table 6,29 | 24,27 | 83,24 | 477,51 | 1784,93

Tabelle 2.5: Transposition Table: Denkzeit pro Zug in ms (Setzphase)

| Ebenen [ 3] 4] 5] 6] 7|
ohne Transposition Table || 1,84 | 12,26 | 63,94 | 538,50 | 2685,06
mit Transposition Table 5,77 | 17,97 | 52,49 | 250,09 | 1007,51

Tabelle 2.6: Transposition Table: Denkzeit pro Zug in ms (Schiebephase)

2.8 Miihlespezifische Zugsortierung

Wie bereits bei der Beschreibung des Alpha-Beta-Algorithmus erwiahnt wurde, wird fiir einen
effizienten Einsatz des Algortihmus eine moglichst priizise Vorsortierung aller Nachfolger
eines Knotens benétigt. Eine sehr gute Zugsortierung fiir die Ziige auf der obersten Ebene des
Spielbaums wird dabei von der bereits beschriebenen iterierten Tiefensuche geliefert. Fiir die
Sortierung der Knoten auf tieferen Ebenen mittels der wihrend der iterativen Tiefensuche
gewonnen Spieleinschiatzungen wére eine sehr aufwendige Speicherung aller Knoten notig.
Dieser Aufwand stellte sich jedoch in der Praxis als viel zu grof} heraus.

Ein zweiter Ansatz war es, bis zu einer bestimmten Tiefe im Spielbaum auf alle Nachfolger
einer Situation direkt die benutzte Heuristik anzuwenden und die moglichen Ziige anhand
dieser Einschatzung zu sortieren. Auch bei dieser Vorgehensweise wurde jedoch mehr Zeit
fiir die Sortierung bendtigt, als im Alpha-Beta-Algorithmus eingespart werden konnte.
Erfolgreich war dagegen der folgende Ansatz. Im Allgemeinen kann man davon ausgehen,
dass das Schlieflen einer Miihle oft zu einer besseren Situation fiihrt, als eine Miihle nicht
zu schlieflen, wenngleich dies auch bei weitem nicht immer zutrifft. Unter dieser Annahme
kann man eine Sortierung konstruieren, die zuerst alle miihleschlieBenden Ziige durchgeht
und hierauf alle, die keine Miihle schlieflen. Da das Erkennen einer Miihle ohnehin fiir den
Aufbau des weiteren Spielbaums bendtigt wird und nicht jeden Folgeknoten heuristisch
bewerten muss, ist eine solche Sortierung in jedem inneren Knoten des Spielbaums sehr
schnell zu berechnen. Dass diese Sortierung auch tatséichlich eine sinnvolle Zugsortierung
ergibt, wird in den untenstehenden Testergebnissen (Tabellen 2.7, 2.8 und in Abbildung
2.10) deutlich. Somit fithrte diese Art der Zugsortierung, die in der Version 2.43 unseres
Miihleprogrammes erstmals verwendet wurde, nochmals zu einer erheblichen Performance-
Steigerung des Programmes.

| Ebenen [ 3] 4] 5 6 | 7|
ohne Zugsortierung || 2,23 | 19,18 | 103,37 | 847,66 | 4415,71
mit Zugsortierung 222 | 13,84 60,79 | 389,85 | 1653,81

Tabelle 2.7: Zugsortierung nach Miihlen: Denkzeit pro Zug in ms (Setzphase)

Ebenen H 3 \ 4 \ 5 \ 6 \ 7 ‘
ohne Zugsortierung | 1,84 | 12,26 | 63,94 | 538,50 | 2685,06
mit Zugsortierung 1,84 8,95 | 34,50 | 215,91 882,76

Tabelle 2.8: Zugsortierung nach Miihlen: Denkzeit pro Zug in ms (Schiebephase)
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2.9 Auswertung

Zeittests

Die verschiedenenen oben vorgestellten Verbesserungen des Minmax-Algorithmus, wurden
von uns zunéchst einem reinen Zeittest unterzogen. Dazu generierten wir fiir das Setzen und
das Schieben jeweils 2000 zufillige Spielsituationen. Fiir jede dieser Stellungen sollte dann
der Minmax-Algorithmus mit den entsprechenden Verbesserungen den heuristisch besten
Folgezug ermitteln. Dabei wurde jeweils eine feste Denktiefe vorgegeben und die im Algo-
rithmus benotigte Zeit gemessen. Als Testkonfiguration wurde die weiter unten beschriebene
Heuristik ,,Standard“ auf dem Referenzrechner verwendet. Teilergebnisse aus diesen Tests
wurden bereits in den Beschreibungen der jeweilgen Verbesserung vorweggenommen. In den
Tabellen 2.9 und 2.10 und in Abbildung 2.11 sind die Ergebnisse zusammengefasst und
illustriert. Bei den in den Tabellen unterhalb der Trennlinie aufgefiihrten Tests wurde je-
weils der alpha-beta-Algorithmus mit iterative Deepening und den angegebenen zusétzlichen
Modifikationen verwendet. In der Miihleversion 2.43 sind als zusétzliche Verbesserungen
Minimal-Window, Transposition-Table und die Zugsortierung nach Miihlen enthalten. Ins-
gesamt lassen sich dabei folgende Ergebnisse festhalten:

Die Tests in Setz- und Schiebephase ergaben im Wesentlichen die gleichen Resultate. Der
Einsatz von Zugsortierung, Minimal-Window und Transposition-Table allein brachte jeweils
einen enormen Zeitgewinn. Lediglich das Aspiration-Window brachte keinen Nutzen. Durch
eine Kombination von mehreren gewinnbringenden Modifikationen konnten in der Summe
weiterhin deutliche Fortschritte erzielt werden, allerdings sank der relative Zeitgewinn der
einzelnen Verbesserungen leicht. Beispielsweise konnte in der Setzphase durch den Einsatz
der Zugsortierung bei sieben Ebenen gegeniiber dem Alpha-Beta-Algorithmus mit iterati-
ve Deepening ein Zeitgewinn von etwa 62,5% erzielt werden, bei zusétzlichem Einsatz von
Minimal-Window und Transpostion-Table, wie in Miihle 2.43 der Fall, sank der Zeitvorteil
durch die Zugsortierung auf ungefahr 50%. Dennoch stellte sich Miihle 2.43, die alle bisher
beschriebenen Verbesserungen bis auf das Aspiration-Window verwendet, als die bei weitem
schnellste Programmversion heraus.

’Ebenen H 3\ 4\ 5\ 6\ 7‘

Minmax 5,59 | 88,89 | 1434,87 | 26233,81

mit Alpha-Beta 2,62 | 21,21 126,80 1004,47 | 5450,12
mit Iterative Deepening 2,23 | 19,18 103,37 847,66 | 4415,71
mit Aspiration Window 2,24 | 18,89 100,73 840,54 | 4399,55
mit Minimal Window 2,08 | 14,02 74,63 513,56 | 2583,55
mit Transposition Table 6,29 | 24,27 83,24 477,51 | 1784,93
mit Transposition Table + Minimal Wnd. 6,92 | 30,17 83,28 421,03 | 1441,72
mit Zugsortierung nach Miiehlen 2,22 | 13,84 60,79 389,85 | 1653,81
Muehle Version 2.43 12,14 | 27,94 68,87 233,12 715,82

Tabelle 2.9: Denkzeit pro Zug in ms (Setzphase)
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’ Ebenen H 3 \ 4 \ 5 6 7

Minmax 3,36 | 56,23 | 889,63 | 21311,72

mit Alpha-Beta 2,01 | 13,96 | 81,33 753,63 | 4013,98
mit Iterative Deepening 1,84 | 12,26 | 63,94 538,50 | 2685,06
mit Aspiration Window 1,84 | 12,32 66,23 557,37 | 2901,05
mit Minimal Window 1,70 9,48 52,44 347,40 | 1777,79
mit Transposition Table 5,77 | 17,97 | 52,49 250,09 | 1007,51
mit Transposition Table + Minimal Wnd. 5,83 | 22,63 56,98 239,20 829,27
mit Zugsortierung nach Miiehlen 1,84 8,95 34,50 215,91 882,76
Muehle Version 2.43 11,28 | 22,63 | 47,94 130,15 | 363,58

Tabelle 2.10: Denkzeit pro Zug in ms (Schiebephase)

Praxistests

Nachdem diese verschiedenen Modifikationen auf ihre Verbesserung der Denkzeit hin ge-
testet wurden, sollten nun in einem weiteren Test die Auswirkungen auf die Spielstérke in
der Praxis getestet werden. Dazu wurden fiinf Programmversionen ausgewéhlt, die in ei-
nem Turnier gegeneinander antraten. Darin spielte jede Version 1000 Partien mit t=5000
ms Bedenkzeit pro Zug auf dem Referenzrechner mit der ,,Standard“-Heuristik gegen jeden
anderen Turnierteilnehmer, insgesamt also 4000 Partien. Die Ergebnisse dieser Partien sind
in der Tabelle 2.11 dargestellt und in Abbildung 2.12 illustriert. In der Tabelle sind in der
jeweiligen Zeile die Gewinne einer Programmversion gegen die in der Spalte obenstehende
Version eingetragen. Umgekehrt stehen in jeder Spalte die Niederlagen gegen den entspre-
chenden Gegner, bei den auf 1000 fehlenden Spielen handelt es sich um Remis.

Beim Blick auf die Ergebnisse fillt zunéichst auf, dass die Spielstiarke der einzelnen Versio-
nen stark variiert und sich tatséchlich proportional zur Geschwindigkeit, die in den vorigen
Zeittests ermittelt wurde, verhélt. Je schneller eine Suche also ist, desto besser spielt das
entsprechende Programm. Dabei macht sich offenbar auch eine geringe Vergréferung der
durchschnittlichen Denktiefe - oft um weniger als eine Ebene pro Zug - bei selber Heuristik
durchaus deutlich in der Spielstédrke bemerkbar.

Minmax | Alpha- | Minimal{ Trans- Miihle Gewinne
Beta Window | position-| Version
Table 2.43
Minmax - 83 72 58 38 251
Alpha-Beta 481 - 226 260 77 1044
Minimal-Window 527 353 - 318 115 1313
Transposition-Table 602 408 338 - 85 1433
Miihle Version 2.43 710 669 522 582 - 2483
y Verluste [ 2320] 1513 1158 | 1218 | 315 | 6524 |

Tabelle 2.11: Minmax-Verbesserungen in der Praxis

2.10 Quiescence Search

Wie wir bereits gesehen haben, ist es im Allgemeinen nicht moglich, den Spielbaum komplett
auszuwerten. Deshalb beschréinkt man die Suche auf eine festgelegte Suchtiefe, auf der dann
eine heuristische Bewertungsfunktion der Spielsituation angewendet wird. Dabei muss aber
stets in Betracht gezogen werden, dass im néchsten, nicht mehr betrachteten Spielzug eine
gravierende Anderung der Spielsituation und damit der heuristischen Bewertung eintreten

27



100%-

90%

80%

70%

60%

50%

40%—

30%

20%

10%

0%

Minmax Alpha-Beta mit Minimal mit Transposition-  Muhle Version
Window table 2.43

\D Gewinne B Verluste OUnentschieden \

Abbildung 2.12: Minmax-Verbesserungen in der Praxis

kann. Dieses Problem ist als Horizont-Problem (horizon problem) bekannt und ist generell
nicht vollstdndig zu vermeiden. Ein Ansatz, dieser Problematik entgegenzuwirken, ist die
sogenannte Ruhesuche (quiescence search). Der Grundgedanke der Ruhesuche ist es, vor
der heuristischen Auswertung von Blédttern des Suchbaumes ,,unruhige“ Spielsituationen zu
erkennen und diese weiter zu verfolgen. Als unruhig werden dabei Situationen bezeichnet,
wenn in den néichsten Ziigen eine deutliche Schwankung der Spieleinschéiitzung zu erwarten
ist. Ein naheliegender Ansatz beim Miihlspiel ist, Spielsituationen mit einer offenen Miihle
als unruhig zu bezeichnen. Fiir die Weiterverfolgung von unruhigen Spielsituationen gibt es
verschiedene Moglichkeiten:

o Die einfachste Moglichkeit, die Spieleinschitzung eines unruhigen Knotens zu prézisie-
ren, ist eine vollsténdige Expansion des Knotens. Es werden also von einer Spielsitua-
tion alle Zugmoglichkeiten betrachtet, auf dem Spielfeld ausgefiithrt und die entstan-
denen Situationen erneut zur Bewertung herangezogen. Eine solche Vorgehensweise
ist sehr zeitaufwendig, da viele neue Knoten untersucht werden miissen. Unter die-
sen befinden sich wiederum zahlreiche unruhige Stellungen, da die Unruhe bei vielen
durchgefiihrten Aktionen selbst nicht beseitigt wird. Daher ist diese Moglichkeit nur
dann praktikabel, wenn jede Zugmoglichkeit innerhalb kurzer Zeit zu einer ruhigen
Spielsituation fithrt, etwa beim Schachspiel ein Schachgebot. Beim Miihlespiel, mit
Betrachten offener Miihlen als unruhige Situation, kann in der Regel keine vollstandig
ruhige Situation erreicht werden, da eine offene Miihle ja auch nicht unbedingt ge-
schlossen werden muss.

e Eine zweite Moglichkeit ist es, nur die Pfade weiter zu verfolgen, die nach einem
vorgegebenem Muster als beste Pfade vermutet werden und bei denen mit einer Be-
ruhigung der Situation zu rechnen ist. Hier kommt zum Beispiel das Schlieen einer
offenen Miihle in Frage. Als Bewertung des Knotens wird anschlieflend das Maximum
der betrachteten Pfade verwendet. Diese Methode ist offensichtlich einerseits weit we-
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niger aufwandig als die erste Methode. Auf der anderen Seite wird nur ein Teil der
moglichen Ziige betrachtet, bessere Ziige werden unter Umstédnden ignoriert. Beim
Miihlespiel gibt es beispielsweise viele Situationen, bei denen das Schliefen der Miihle
eben nicht die beste Spielmoglichkeit ist. Dies wird im folgenden Beispiel (Abbildung
2.13) illustriert.

Abbildung 2.13: Miihle-Schlieffen als nicht-optimales Spiel

Das SchlieBen der Miihle (b4-b6) und das zwangsldufige Schmeiflen des Steins e4 fiihrt
zu einem Unentschieden. Der Zug f6-f4 dagegen sperrt Schwarz ein und fiihrt zu einem
sofortigen Sieg fiir Weif}. Die Spielbewertung fiir den aktiven Spieler ist also entweder
richtig oder wie in diesem Beispiel schlechter als bei einer vollstdndigen Expansion.

e Auch bei der dritten Moglichkeit werden wiederum nur die Pfade weiter verfolgt, die
nach einem vorgegebenem Muster als beste Pfade vermutet werden und bei denen mit
einer Beruhigung der Situation zu rechnen ist. Als Bewertung des expandierten Kno-
tens aber wird das Maximum der betrachteten Pfadergebnisse und der Einschétzung
des expandierten Knotens selbst verwendet. Die Grundannahme dabei ist, dass der
am Zug befindliche Spieler die Moglichkeit besitzt, sich bei optimalem Spiel nicht in
der heuristischen Einschéitzung zu verschlechtern. Alternativ dazu kann man auch eine
geringfiigige Verschlechterung der Spieleinschitzung zulassen.

Beim Miihlespiel ist es naheliegend, Spielsituationen mit offenen Miihlen als unruhig anzu-
sehen. Allerdings héingt die ,,Ruhe® eines Spielfeldes ganz entscheidend von der verwendeten
Heuristik ab. Wenn in der Heuristik bereits offene Miihlen als Feature beriicksichtigt werden,
und wenn der Nutzen einer offenen Miihle {iber alle Spiele gesehen relativ konstant ist, dann
kann eine solche Situation eigentlich nicht als unruhig bezeichnet werden, denn das Schlieflen
der Miihle wird wahrscheinlich nicht zu einer tiberdurchschnittlich grofien Verinderung der
Spieleinschétzung fithren, wenn der Nutzen der offenen Miihle in der Heuristik richtig beur-
teilt wird. Genau auf eine solche Konstellation scheinen unsere Testergebnisse hinzudeuten.

Bei 1000 Testspielen einer Heuristik, die offene Miihlen nicht mit in die Einschitzung ein-
bezieht, mit einer solchen Ruhesuche gegen die selbe Heuristik ohne Ruhesuche ergab sich
folgendes Testergebnis (2.12):

Wie man sieht, bringt die Verwendung der Ruhesuche in jedem Fall einen deutlichen Vorteil.
Allerdings war die erreichte Spielstirke immer noch deutlich unter der eines Spielers, der
eine Heuristik mit Bewertung offener Miihlen verwendet.

Bei 1000 Testspielen einer Heuristik, die offene Miihlen mit in die Einschéitzung einbezieht,

mit einer solchen Ruhesuche gegen die selbe Heuristik ohne Ruhesuche ergab sich folgendes
Testergebnis (Tabelle 2.13):
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’ Spieler mit Ruhesuche H Gewonnen | Verloren | Unentschieden

Bei fester Suchtiefe: 6 Ebenen 521 178 301
Bei fester Denkzeit: 700 ms 347 219 434

Tabelle 2.12: Spielausgang mit Heuristik, der keine offenen Miihlen bewertet

| Spieler mit Ruhesuche | Gewonnen | Verloren | Unentschieden |
Bei fester Suchtiefe: 6 Ebenen 294 361 345
Bei fester Denkzeit: 700 ms 137 539 324

Tabelle 2.13: Spielausgang mit Heuristik, der offene Miihlen explizit bewertet

Wie man deutlich erkennen kann, bringt die Ruhesuche selbst bei fester Grundsuchtiefe hier
keinen Nutzen. Obwohl die fiir die Ruhesuche benétigte Denkzeit keine Rolle spielt, ergibt
sich letztlich eine schlechtere Spieleinschétzung als ohne Ruhsuche. Wie bereits erwéhnt,
ist dies wohl darauf zuriickzufiithren, dass das Schlieen einer Miihle nicht immer den bes-
ten Spielzug darstellt. Wird wie in der Praxis eine feste Denkzeit vorausgesetzt und damit
die Denkzeit fiir den gewohnlichen Alpha-Beta-Algorithmus durch den zusétzlichen Zeit-
aufwand fiir die Ruhesuche vermindert, verwundert es nicht, dass dies zu einer deutlichen
Niederlage des Spielers mit Ruhesuche fiihrt.

Um zu testen, ob durch eine geeignete Ruhesuche auch Spieler mit Bewertung von offenen
Miihlen noch verbessert werden kénnen, wurde von uns folgender Ansatz gew#hlt. Anstatt
Spielsituationen mit offenen Miihlen als unruhig zu bezeichnen, wurden nun solche Spielsi-
tuationen als unruhig definiert, bei denen in der Setzphase beim Setzen eines Steins gleich
zwei gedfinete Miihlen entstehen (vgl. Abbildung 2.14). In der Schiebephase wurde das Spiel
als ruhig angesehen.

5 A
: T

Abbildung 2.14: Weifl kann mit Setzen auf f6 zwei Miihlen 6ffnen

Auch hier haben wir 1000 Testspiele zwischen einem Spieler mit dieser Ruhesuche und einem
Spieler ohne sie durchgefiihrt, bei gleicher zu Grunde liegender Heuristik. Hier ergibt sich

’ Spieler mit Ruhesuche H Gewonnen \ Verloren \ Unentschieden ‘
Bei fester Suchtiefe: 6 Ebenen 372 250 378
Bei fester Denkzeit: 700 ms 212 285 503

Tabelle 2.14: Spielausgang bei alternativer Ruhesuche
nun folgendes interessantes Bild. Wie im Versuch mit fester Grunddenktiefe zu erkennen

ist, kann die Verwendung dieser alternativen Ruhesuche durchaus zu einer Verbesserung der
Spieleinschétzung fiithren. Dies ist allerdings nur dann der Fall, wenn die zur Ruhesuche
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bendétigte Zeit nicht von der allgemeinen Denkzeit abgeht. Wird dagegen wie in der Praxis
eine feste Denkzeit vorgegeben, dann hat der Aufwand fiir die Ruhesuche eine Verminderung
der Denktiefe zur Folge. Dieser Verlust wirkt sich wie in Tabelle 2.14 ersichtlich leicht stérker
aus als der Gewinn, den die Ruhesuche mit sich bringt.

Zusammenfassend lésst sich sagen, dass beim Miihlespiel bei Verwendung einer geeigneten
Heuristik durch die Ruhesuche keine signifikante Verbesserung erreicht werden konnte. Dies
iiberrascht, da bei einigen anderen Spielen, allen voran das Schachspiel, mit der Ruhesuche
deutlich Fortschritte erzielt werden konnten. Zu erkléren ist dies dadurch, dass das Miihle-
spiel vegleichsweise ,,gleichméfig” ruhig ist. Auch das SchlieBlen einer offenen Miihle fithrt im
Normalfall nicht zu einer so dramatisch verdnderten Spielsituation wie etwa beim Schach-
spiel das Schlagen einer Dame oder auch ein Schachgebot. Daher ist das Auflésen solcher
Situationen zum einen weniger nétig und zum anderen auch schwieriger, da das Schlieflen
einer Miihle - wiederum im Gegensatz zum Schlagen einer Dame im Schach - oftmals keine
gute Fortsetzung des Spiels findet. Abschlieend zu diesem Kapitel ist festzustellen, dass der
Nutzen der Ruhesuche natiirlich in starkem Mafle von der verwendeten Heuristik abhéngt.

int quiescentSearch (int depth, int alpha, int beta) {
if (depth < quiescentSearchlLimit) return Evaluate();
if (depth <= 0)
if (isQuiet) return Evaluate();
GenerateLegalMoves();
while (MovesLeft()) {
if (depth <= 0) & (not nextMove.closesMuehle) continue;
MakeNextMove () ;
val = -AlphaBeta(depth - 1, -beta, -alpha);
UnmakeMove () ;
if (val >= beta) return beta;

if (val > alpha) alpha = val;

return alpha;
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Kapitel 3

Endspieldatenbank

3.1 Einfiihrung

Bei modernen Programmen fiir Brettspiele ist die Verwendung einer Endspieldatenbank
iiblich. Eine solche Datenbank ermoglicht es, am Ende des Spieles perfekte Spielziige sehr
schnell zu finden. Gerade in der Schlussphase des Miihlespiels, in der es zwar nur verhélt-
nisméfig wenige zu speichernde Spielsituationen gibt, in denen die Spieler aber durch die
Mboglichkeit des Springens enorm viele Zugmoglichkeiten besitzen und damit der Verzwei-
gungsfaktor des Spielbaums sehr grofl wird, lohnt der Einsatz einer Datenbank besonders. Ei-
ne Ausdehnung der Endspieldatenbank auf das komplette Spiel ist beim Miihlespiel méglich
und wurde erstmals von R. Gasser Anfang der 90er Jahre durchgefiihrt. Allerdings benétigt
eine solche vollstindige Miihledatenbank mehrere Gigabyte Speicher, so dass die Anwendung
fiir den privaten Nutzer nicht geeignet ist. Dariiber hinaus ist es gerade Ziel dieser Studi-
enarbeit, ein Miihlespiel auf der Basis heuristischer Einschéitzungen zu erstellen und eben
nicht auf solche speicheraufwendigen kompletten Datenbanken zuriickzugreifen. Fiir unser
Miihleprogramm wurde daher eine Endspieldatenbank erstellt, die wirklich nur die Endpha-
se des Spiels abdeckt. In der Datenbank sind alle Spielsituationen mit bis zu 8 Spielsteinen
auf dem Spielbrett gespeichert.

3.2 Nutzung von Spiegelungen
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Abbildung 3.1: Spiegelachsen des Miihlefeldes
Auf dem Miihlefeld existieren fiinf mogliche Spiegelachsen, von denen sich eine durch eine

Kombination der anderen Spiegelachsen ergibt und daher redundant ist. Da der Spielwert al-
ler durch solche Spiegelungen entstehenden Spielsituationen identisch ist, geniigt es, in einer
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Endspieldatenbank nur den Spielwert eines Vertreters festzuhalten. In unserer Implementie-
rung werden dazu auf Bitebene alle durch Spiegelungen entstehenden Spielfelder berechnet
und das Spielfeld, das den niedrigsten perfekten Hashcode aufweist, eingespeichert. Die Be-
rechnung des verwendeten perfekten Hashcodes wird weiter unten beschrieben.

3.3 Retrograde Analysis

Zum Erstellen der Endspieldatenbank wurde die auch von R. Gasser genutzte Methode der
»,Retrograde Analysis“ verwendet. Dabei wird folgendermaflen vorgegangen: Grundsétzlich
werden bei uns ausschlielich Spielfelder betrachtet, bei denen der Spieler mit den weiflen
Steinen am Zug ist. Das Verwenden der Datenbank durch den schwarzen Spieler erfolgt
durch Invertierung des Spielfeldes. Die verschiedenen zu betrachtenden Spielsituation wer-
den nach Steinanzahl der beiden Spieler gegliedert gespeichert. Mogliche Kombinationen mit
bis zu 8 Steinen sind also: 5-3 Steine, 4-4 Steine, 4-3 Steine und 3-3 Steine. Da Lésungen von
Situationen mit hoherer Steinanzahl auf die Losungen von Situationen mit kleinerer Steinan-
zahl zuriickgreifen, werden die Spielsituationen von hinten nach vorne geltst. Beispielsweise
wird das Endergebnis fiir alle Situationen mit sieben Steinen auf dem Feld berechnet, bevor
mit der Berechnung einer Datenbank mit acht Steinen begonnen wird. Fiir jede einzelne
Kombination der Steinanzahl werden nun die folgende Schritte durchgefiihrt:

e Erstellung aller moglicher Spielsituationen mit dieser Steinanzahl.

Als erstes wurden von uns alle Spielsituationen mit der vorgebenen Steinanzahl gene-
riert. Dazu wurden zunéchst die schwarzen und weiflen Spielsteine ohne Unterschei-
dung der Farbe in allen moglichen Kombinationen auf die 24 Felder des Spielfeldes
gesetzt. In einem zweiten Schritt wurden nun fiir jede dieser Kombinationen alle mogli-
chen Permutationen von schwarzen und weiflen Steinen generiert. Dieses Vorgehen wird
von der von uns gewéahlten, weiter unten beschriebenen Codierung unterstiitzt. In ei-
nem letzten Schritt werden zu jeder so konstruierten Spielsituation alle Spiegelungen
erstellt und der oben beschriebene Reprisentant der Gruppe gespeichert, falls er noch
nicht eingespeichert ist.

e Feststellen aller direkten Gewinnsituationen.
Als néchstes werden alle im vorherigen Schritt erzeugten Spielsituationen danach iiber-
priift, ob mit ihnen ein direkter Sieg moglich ist. Als direkter Sieg wird eine Spielsi-
tuation bezeichnet, wenn der Gegner durch den eigenen Zug aller Zugmoglichkeiten
beraubt wird, wenn der Gegner durch Schlielen einer Miihle auf zwei Steine reduziert
wird oder auch, wenn durch das Schmeiflen eines gegnerischen Steins eine Spielsitua-
tion entsteht, die bereits in der zuvor erstellten Datenbank fiir einen Stein weniger als
Verlustsituation des Gegners gespeichert wurde. Zu jeder dieser Situationen wird die
Anzahl der Halbziige n bis zum Gewinn bei optimalem Spiel gespeichert. Dabei gilt:

1, falls Gegner eingesperrt oder auf zwei Steine reduziert wurde.

falls Verlustsituation des Gegners in k Ziigen

k41, in der Datenbank fiir einen Stein weniger erreicht wurde.

Analog dazu miissten theoretisch auch die direkten Verlustsituationen erkannt wer-
den, also alle Situationen, in denen der Spieler am Zug bereits verloren hat, obwohl
er durch Schlielen einer Miihle in ein Endspiel mit weniger Steinen fiir den Gegner
kommen kann. Basierend auf den Ergebnissen von Gasser konnten wir diesen Fall je-
doch fiir die betrachteten Endspiele mit bis zu acht Steinen ausschlieflen, das heifit, bei
Miihleendspielen mit bis zu acht Steinen existieren fiir den aktiven Spieler bei einer
offenen Miihle keine direkten Verlustsituationen.

Damit wurden bereits alle Situationen als Siege oder Niederlagen kategorisiert, die we-
gen Schmeiflen eines Steins direkt auf den Teil der Datenbank mit niedrigerer Steinzahl
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zuriickgreifen miissen. Daher muss im folgenden Schritt fiir das Finden weiterer Ge-
winn und Verlustsituationen nur noch die Datenbank fiir die aktuelle Steinanzahl in
Betracht gezogen werden.

e Iteration von Loss-Backup und Win-Backup
SchlieBlich werden wiederholt Loss-Backups und Win-Backups durchgefiihrt:
Beim Loss-Backup werden alle Spielsituationen nach neuen Verlustsituationen durch-
sucht. Dazu wird iiberpriift, ob bei allen eigenen Ziigen die enstehende Spielsituation
bereits als Gewinn fiir den Gegner gespeichert ist. Neu gefundene Verlustsituationen
werden mit der Verlustlinge [ 4+ 1 bei maximaler Gewinnlédnge [ einer Nachfolgesitua-
tion gespeichert.
Beim Win-Backup werden alle Spielsituationen nach neuen Gewinnsituationen durch-
sucht. Hierzu geniigt es, wenn eine Nachfolgesituation schon als Verlust fiir den Gegner
gespeichert ist. Neu entdeckte Gewinnsituationen werden mit der Gewinnlénge w + 1
gespeichert, wobei w das Minimum der Verlustlidngen des Gegners in den Nachfolge-
situationen ist.
Wie gerade gezeigt geniigt es beim Loss- wie beim Win-Backup auf die Datenbank fiir
die aktuelle Steinzahl zuriickzugreifen. Die Suche bricht ab, sobald in einem aufein-
anderfolgenden Loss-Backup und Win-Backup keine neuen Verlust- beziehungsweise
Gewinnsituationen entdeckt wurden.

3.4 Speicherform und Verwendung im Spiel

Speicherform

Eine naheliegende Moglichkeit und auch unser erster Versuch, die aktuelle Spielsituation
und die Gewinn- bzw Verlust-Distanz zu speichern, war es, einzeln die Position der weiflen
Steine, die Position der schwarzen Steine und die Gewinn- bzw Verlust-Distanz zu codieren
und zusammenzufiigen. Beim Miihlespielfeld, welches 24 Felder besitzt, belegt eine solche
Codierung fiir die weiflen sowie die schwarzen Steine demnach jeweils 24 Bit. Fiir die Distanz
bis zum Spielende langt eine 8 Bit-Zahl, da es keine Gewinn- bzw Verlustsituationen gibt,
die mehr als 256 Halbziige bis zu ihrem Ergebnis benttigen.

Insgesamt braucht man also fiir diese Art der Codierung 24 + 24 + 8 = 56 Bit, was 7 Byte
entspricht. Abbildung 3.2 verdeutlicht diese Codierung.

0 8 16 24 32 40 48 55

weisse Steine schwarze Steine Halbziige bis
zum Sieg

Abbildung 3.2: 7 Byte Codierung

Eine elegantere Losung besteht darin, die Tatsache zu nutzen, dass sich nur maximal acht
Steine auf dem Spielfeld befinden. Somit geniigt es, in 24 Bit die gesetzen weiflen und schwar-
zen Steine - also ohne Farbunterscheidung - zu speichern. In lediglich 8 Bit kann man dann
die aktuelle Permutation speichern, in der die weiflen und schwarzen Steine angeordnet sind.
Dabei steht eine 0 fiir einen weiflen Stein und eine 1 fiir einen schwarzen Stein. Die 8 Bit
zum Speichern der Gewinn- bzw Verlust-Distanz wurde beibehalten. Abbildung 3.3 zeigt
diese Codierung. Sie benttigt nur noch 24 + 8 + 8 = 40 Bit, also nur noch 5 Byte.

Wie man sieht, ldsst sich mit den ersten 32 Bit dieser Codierung eine bijektive Abbildung
zu den Spielfeldern mit bis zu acht Steinen auf dem Spielbrett beschreiben. Wegen dieser

34



0 8 16 24 32 39

Spielfeld mit besetzten Steinen Permutation Halbziige bis zum Sieg
Abbildung 3.3: 5 Byte Codierung

FEigenschaft konnen wir diese 32-Bit-Zahl als perfekten Hashcode zum Speichern der Spiel-
felder in einer Hashtabelle nutzen.

In Abbildung 3.4 wird eine sich in der Endspieldatenbank befindliche Spielsitation gezeigt,
bei welcher der weifle Spieler, der auch am Zug ist, mit folgender Zugfolge in fiinf Halbziigen
gewonnen hat.

Zugfolge: ¢3 — a4,e3 — b4, cd — al,cb — a7,a4 — gl.

Abbildung 3.4: Sieg fiir Weif3 in 5 Ziigen

In Abbildung 3.5 ist die entsprechende Codierung zu sehen. Das nullte Bit entspricht dem
Miihlefeld al links oben. Dann werden alle Felder zeilenweise durchnummeriert bis Bit 23,
welches dem Feld g7 entspricht. Die Bits 24 bis 31 geben die Permutation der Steine an,
in diesem Beispiel also abwechselnd ein weifler und ein schwarzer Stein. Die Bits 30 und 31
sind hier allerdings ohne Bedeutung, da sich nur 6 Steine auf dem Spielfeld befinden. In den
Bits 32 bis 39 ist die Gewinn- bzw. Verlustdistanz gespeichert, hier also 5.

Spielfeld mit besetzten Steinen Permutation Halbziige bis zum Sieg

Abbildung 3.5: Codierung des Datenbankeintrags fiir das Spielfeld in Abbildung 3.4

Verwendung der Datenbank

Die Datenbank wird im Spiel anstelle der heuristischen Einschitzung verwendet, sobald sich
nur noch 8 Steine auf dem vom Minmax-Algorithmus zu bewertenden Spielfeld befinden.
Sie wird zum Zeitpunkt der ersten Verwendung in den Speicher geladen und bleibt dort bis
zum Spielende. Organisiert ist sie im Programm durch mehrere Hashtables, die als Keys

35



den oben beschriebenen perfekten Hashcode besitzen und deren Werte die Gewinn- bzw.
Verlustdistanz darstellen. Fiir jede Steinanzahl-Kombination (3-3, 4-3, 3-4, 5-3, 3-5, 4-4)
verwenden wir einen jeweils eigenen win-Hash und loss-Hash. So miissen wir bei einer aktuell
vorhandenen Steinanzahl nicht einen sehr groflen Hash durchsuchen, sondern eben nur den
wesentlich kleineren, der die Konstellationen mit entsprechender Steinanzahl gespeichert
hat.

3.5 Auswertung

3.5.1 Statistik

Der Tabelle 3.1 kann man die Anzahl der Stellungen und die Grofle unserer Endspieldaten-
bank entnehmen. Sie ist insgesamt 4,7 MB grofl und enthélt 943.317 Stellungen.

’ Datenbank H Stellungen \ Grofle in Byte

win3-3 140.621 703.105
win3-4 102.281 511.405
win3-5 6.301 31.505
win4-3 74.649 373.245
win4-4 152 760
winb-3 577.309 2.886.545
loss3-3 28.736 143.680
loss3-4 3.095 15.475
loss4-4 28 140
lossb-3 10.145 50.725

Tabelle 3.1: Endspieldatenbank Statistik

3.5.2 Spielstirke

Durch die Verwendung der Endspieldatenbank konnte die Gesamtspielstirke geringfiigig
gesteigert werden. Das Resultat einer Serie von Testspielen des Miihleprogramms mit End-
spieldatenbank gegen das entsprechende ohne Endspieldatenbank bei einer Bedenkzeit von
t=5b000 ms pro Zug auf dem Referenzrechner ist in der folgenden Tabelle 3.2 festgehalten:

Programm H Gewinne \ Verluste \ Unentschieden
Programm mit Endspieldatenbank 2145 1773 1637
Programm ohne Endspieldatenbank 1773 2145 1637

Tabelle 3.2: Endspieldatenbank: Testspiele

Neben dieser Verbesserung der Spielstérke ist vor allem der Zeitvorteil entscheidend. Wahrend
ohne Verwendung der Datenbank wieder eine aufwendige Suche bis zu einer vorgegebenen
Zeitschranke notwendig ist, geniigen bei Verwendung einer Datenbank einige wenige Hash-
zugriffe. Ein korrekter Spielzug kann damit in wenigen Millisekunden gefunden werden.
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Kapitel 4

Lernen von Heuristiken mit
Neuronalen Netzwerken

4.1 Heuristiken im Spielbaum

Zum Bestimmen eines ,,guten Zuges ist es entscheidend, den Spielwert, also den Spiel-
ausgang bei perfektem Spiel beider Spieler, zu kennen. Leider ist ein solcher Spielwert im
Allgemeinen nicht oder nur sehr aufwendig zu berechnen. Daher greift man auf eine Heu-
ristische Funktion zuriick. Diese Heuristische Funktion ist eine Abbildung aller moglichen
Spielsituationen auf das Interval [-1;1], die den Spielwert der Situation méglichst gut appro-
ximieren soll, aber auch relativ schnell berechenbar sein soll.

Zum Erstellen einer Heuristischen Funktion muss man sich zunéchst iiberlegen, welche Kenn-
zeichen (Features) man bei einer gegebenen Spielsituation feststellen will und somit bewerten
kann. Fiir das Miihlespiel scheinen intuitiv folgende Features geeignet:

Zum einen ist fiir eine Spieleinschéitzung natiirlich der Materialvorteil, also die Anzahl der
eigenen und der gegnerischen Steine, sehr wichtig. Fin zweiter wichtiger Punkt ist beim
Miihlespiel auch die Bewegungsmoglichkeit der eigenen und der gegnerischen Steine, da
bei Zugunfihigkeit eine Niederlage droht. Weitere Features bilden offene und geschlosse-
ne Miihlen beider Spieler auf dem Spielfeld, sowie der Unterschied der potentiellen Bewe-
gungsmoglichkeit beider Spieler. Diese richtet sich danach, wieviele Zugmoglichkeiten ein
Spieler hétte, wenn kein anderer Spielstein sich auf dem Feld befinden wiirde. So werden
Felder besonders hervorgehoben, die prinzipiell eine grofle Bewegungsfreiheit bieten, auch
wenn dies in der aktuellen Spielsituation nicht der Fall ist.

Diese fiinf Feature-Typen bilden die Grundlage unserer Standard-Heuristik. Da fiir das
spétere Lernen einer geeigneten Gewichtung dieser Features aber binére Eingabewerte benttigt
werden, speichern wir sie in 39 bindren Features. Die Heuristik mit von uns selbst bewerte-
ten Gewichten ist in Tabelle 4.1 dargestellt.
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Nr || Feature

H Gewichtung ‘

1 || 4 Steine: akt. Spieler 0.10
2 || 5 Steine: akt. Spieler 0.15
3 || 6 Steine: akt. Spieler 0.20
4 || 7 Steine: akt. Spieler 0.25
5 8 Steine: akt. Spieler 0.30
6 || 9 Steine: akt. Spieler 0.35
7 || 4 Steine: Gegener -0.10
8 || 5 Steine: Gegener -0.15
9 || 6 Steine: Gegener -0.20
10 || 7 Steine: Gegener -0.25
11 || 8 Steine: Gegener -0.30
12 || 9 Steine: Gegener -0.35
13 || 2 oder 3 Zugmoglichkeiten: akt. Spieler 0.10
14 || 4 oder 5 Zugmoglichkeiten: akt. Spieler 0.15
15 || 6 oder 7 Zugmoglichkeiten: akt. Spieler 0.20
16 || 8 oder 9 Zugmdoglichkeiten: akt. Spieler 0.25
17 || mehr als 10 Zugmoglichkeiten: akt. Spieler 0.30
18 || 2 oder 3 Zugmoglichkeiten: Gegner -0.10
19 || 4 oder 5 Zugmoglichkeiten: Gegner -0.15
20 || 6 oder 7 Zugmoglichkeiten: Gegner -0.20
21 || 8 oder 9 Zugmoglichkeiten: Gegner -0.25
22 || mehr als 10 Zugmoglichkeiten: Gegner -0.30
23 || 1 geschlossene Miihle: akt. Spieler 0.01
24 || mehr als 1 geschlossene Miihle: akt. Spieler 0.02
25 || 1 geschlossene Miihle: Gegner -0.01
26 || mehr als 1 geschlossene Miihle: Gegner -0.02
27 || 1 offene Miihle: akt. Spieler 0.02
28 || mehr als 1 offene Miihle: akt. Spieler 0.04
29 || 1 offene Miihle: Gegner -0.02
30 || mehr als 1 offene Miihle: Gegner -0.04
31 || mehr als 7 potentielle Bewegungen weniger als der Gegner -0.16
32 || 4 bis 6 potentielle Bewegungen weniger als der Gegner -0.08
33 || 2 bis 3 potentielle Bewegungen weniger als der Gegner -0.04
34 || 1 potentielle Bewegung weniger als der Gegner -0.02
35 || Genausoviele potentielle Bewegungen wie der Gegner 0.00
36 || 1 potentielle Bewegungen meher als der Gegner 0.02
37 || 2 bis 3 potentielle Bewegungen meher als der Gegner 0.04
38 || 4 bis 6 potentielle Bewegungen meher als der Gegner 0.08
39 || mehr als 7 potentielle Bewegungen meher als der Gegner 0.16

Tabelle 4.1: Gewichtungen unserer Standard-Heuristik
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7 O
Abbildung 4.1: Beispiel: Spieleinschiitzung mit Standard-Heuristik

In Tabelle 4.2 sieht man eine Beispielrechnung zur Bestimmung der Spieleinschitzung des in
Abbildung 4.1 gezeigten Spielfeldes aus Sicht des weiflen Spielers. Man erhélt -0,11. Somit
liegt der weifle Spieler knapp hinten.

Feature Gewichtung
eigene Steine 0,30
gegnerische Steine -0,30
eigene Zugmoglichkeiten 0,15
gegnerische Zugmoglichkeiten -0,20
eigene offene Miihlen 0,00
gegnerische offene Miihlen -0,02
eigene geschlossene Miihlen 0,01
gegnerische geschlossene Miihlen -0,01
Differenz der potentiellen Zugmoglichkeiten -0,04
Summe -0,11

Tabelle 4.2: Beispielrechnung zur Bestimmung der Spieleinschitzung

Neben dieser Standard-Heuristik haben wir noch eine ganze Reihe weiterer Heuristiken ge-
testet. Zum Beispiel versuchten wir eine Minimal-Heuristik, die nur den Steinvorteil mit
einbezieht, und eine Klein-Heuristik, die sich nur auf den Steinvorteil und die Anzahl der
Zugmoglichkeiten stiitzt. Diese Heuristiken haben, wie man spéter im Test sieht jedoch nicht
gut gegen die Standard-Heuristik abgeschnitten, obwohl sie weniger Rechenzeit bendtigen
und demenstsprechend bei vorgegebener Zeitbeschrankung mehr Zeit fiir die Suche im Min-
max zur Verfiigung haben. Eine weiterer Versuch war eine Kombinations-Heuristik. Hier
haben wir als Inputs alle Feature-Paare, also 39 Einzelinputs, angelegt. Eine solche Heuris-
tik ermoglicht die Bewertung von Kombinationen mit einem eigenen Gewicht, etwa ergibt
beispielsweise in einer Heuristik die Konstellation aus acht eigenen Steinen und einer gegne-
rischen offenen Miihle 15 Punkte. Eine solche Heuristik weist allerdings schon bei Weitem zu
viele Features auf, um die einzelnen Gewichtungen manuell festzulegen. Aus diesem Grund
haben wir die Gewichtung dieser, wie auch spéater der anderen Heuristiken maschinell lernen
lassen.

In unserer Implementierung werden alle Heuristiken im XML-Format gespeichert. Dadurch

bleibt einerseits auch bei komplexen Heuristiken eine gewisse Ubersichtlichkeit gewsihrleistet,
andererseits konnen Java-eigene Input- und Output-Funktionen genutzt werden.
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4.2 Einfiihrung in Neuronale Netzwerke

Eine manuelle Gewichtung der Heuristik-Features eines Spielfeldes ist auch fiir menschliche
Experten sehr schwierig und zeitaufwendig. Daher versucht man giinstige Gewichtungen ma-
schinell zu erreichen. Der Miihlespiel-Agent soll also die Gewichtungen durch wiederholtes
spielen eigenstidndig ,lernen®. Eine weit verbreiteter Losungsansatz dazu ist die Verwendung
Neuronaler Netzwerke.

Kernidee ist die Nachahmung eines biologischen Gehirns, das aus grofien ,, Netzen“ von mit-
einander durch unterschiedlich starke Synapsen verkniipften Neuronen besteht. Ein einzelnes
Neuron empfiangt dabei eine Reihe von verschieden starken Eingangssignalen, verarbeitet
sie und sendet in Abhéngigkeit davon ein Signal weiter.

In der maschinellen Umsetzung werden die unterschiedlichen Stérken der Synapsen durch
verschieden starke Gewichtungen W ; der Eingangssignale a; in eine Neuron-Unit simuliert.
Diese Eingangssignale werden aufsummiert und als Argument einer Aktivierungsfunktion g
iibergeben, die dann das Outputsignal a; bestimmt. Als Output eines Neurons ergibt sich
also:

ai = g(>_ Wjia;)
=0

a i
Input Output
- [ -
Links ) Links

Input Activation
Function  Function

Qutput

Abbildung 4.2: Neuron

4.2.1 Netzstrukturen

Wie bereits erwidhnt bestehen Neuronale Netzwerke aus vielen einzelnen Neuronen, die prin-
zipiell beliebig miteinander verkniipft werden konnen. Im Rahmen dieser Arbeit haben wir
uns allerdings auf einige wenige wichtige Strukturen beschrankt. Wir betrachten hier ledig-
lich in Ebenen angeordnete Netze ohne Riickkopplung, bei denen zwei aufeinanderfolgende
Ebenen vollvermascht sind. Weitere Beziehungen zwischen jeweils zwei Neuronen existieren
nicht.

In der Literatur wird grundsétzlich zwischen Singlelayer-Netzwerken (auch Perceptron Netz-
werke, Abb. 4.3) und Multilayer-Netzwerken (Abb. 4.4) unterschieden. Bei Singlelayer-
Netzen handelt es sich lediglich um eine einzige Schicht Neuronen (Outputknoten). An jedem
einzelnen Neuron liegen dabei alle Eingénge an. Vorteil dieser einfachen Struktur ist es, dass
auf ihr schnelle und effiziente Lernalgorithmen durchfithrbar sind. Die Ausdrucksstérke einer
solchen Anordnung ist jedoch stark begrenzt.

Multilayer-Netzwerken dagegen bestehen aus mehreren Ebenen mit unterschiedlicher An-
zahl an Neuronen. Verkniipfungen zwischen Neuronen bestehen dabei lediglich zwischen
Neuronen zweier aufeinanderfolgender Ebenen. Die inneren Ebenen des Netzwerkes, die sich
nur indirekt auf den Output auswirken, werden dabei als ,,Hidden Layer* bezeichnet. Lern-
vorgénge in Multilayer-Netzwerken sind komplexer und laufen in der Regel langsamer ab.
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Abbildung 4.3: Singlelayer-Netzwerk

Sie kénnen dafiir aber bei einer ausreichenden Zahl von Neuronen in den ,Hidden Layern*
und entsprechend langen Lernphasen beliebig schwierige Zusammenhénge lernen.

Output units O,

Wi

Hidden units a;

Wiy

Input units 1,

Abbildung 4.4: Multilayer-Netzwerk

4.2.2 Aktivierungsfunktion

Eine Aktivierungsfunktion ist eine Funktion, die auf die gewichtete Summe der Inputs in
eines Neurons angewendet wird, und daraus das Outputsignal des Neurons berechnet. Die
Verwendung einer solchen Aktivierungsfunktion hat mehrere Vorteile. Zum einen kann damit
der Wertebereich des Outputs eines Neurons festgelegt werden, zum anderen ist die Verwen-
dung einer Aktivierungsfunktion notig, da ansonsten ausschlielich lineare Funktionen durch
ein Neuronales Netzwerk beschrieben werden kénnten. iibliche Aktivierungsfunktionen sind:

e Die Stufenfunktion (threshold function), die unterhalb eines Schwellwertes 0 zuriick-
liefert, oberhalb des Schwellwertes 1:

) 1, falls in grofler als Schwellwert ¢
g(in) =
0, sonst
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[Stufcuflmktiun mit Schwelle (),5]

Abbildung 4.5: Stufenfunktion

Nachteile der Stufenfunktion sind, dass sie nicht differenzierbar ist und das Unsicher-
heiten im Output nicht ausgedriickt werden kénnen. Gerade aus letzterem Grund ist
diese Funktion fiir Neuronale Netzwerke zum Einschétzen von Positionen eines Miihle-
spiels ungeeignet.

e Die logistische Funktion (wegen ihrer Form auch als sigmoide Funktion bezeichnet) ist
streng monoton steigend, stetig und differenzierbar. Thr Wertebereich ist das Intervall
10; 1[. Sie ist folgendermafien definiert:

, 1
o=

out

4 -3 -2 -1 0 1 2 3 4 in

Abbildung 4.6: Logistische Funktion (sigmoid function)

Die Ableitung der logistischen Funktion ist gegeben durch:
g'(in) = g(in) - (1 = g(in))

e Die Tangens Hyperbolicus Funktion. Auch sie ist streng monoton steigend, stetig und
differenzierbar. Sie hat den Wertebereich | — 1;1[ und ist wie folgt gegeben:

62

ein + efin

’n_e*

glin) =

Ihre Ableitung ist wie folgt definiert:

g'(in) =1 - g(in)*
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Abbildung 4.7: Tangens Hyperbolicus Funktion

Fiir die Einschéitzung von Miihlepositionen verwenden wir eine Netzstruktur mit drei Out-
putknoten, je einen fiir Sieg, Unentschieden und Niederlage. Jeder dieser drei Outputknoten
soll die Wahrscheinlichkeit angeben, mit der der entsprechende Spielausgang eintritt. Daher
wird das Intervall ]0; 1[ als Wertebereich benstigt. Deshalb und der anderen oben erwéhnten
Eigenschaften wegen haben wir als Aktivierungsfunktion der Outputknoten die logistische
Funktion verwendet. Fiir die Hidden Units haben wir auf Grund des benétigten Wertebe-
reiches auf die Tangens Hyperbolicus Funktion als Aktivierungsfunktion zuriickgegriffen.

4.3 Lernen in Singlelayer Neural Networks (Perceptron
Networks)

4.3.1 Gradientenabstiegsverfahren

Die verbreitetste Methode zur Gewichtsanpassung in Neuronalen Netzwerken besteht in ei-
nem Gradientenabstiegsverfahren. Hierbei wird der Fehler des Netzwerkoutputs als Funktion
iiber den Gewichten des Netzwerks betrachtet. Die Funktionswerte dieser (differenzierbaren)
Fehlerfunktion ergeben eine sogenannte ”Fehlerfliche”. Ziel des Gradientenabstiegsverfah-
rens ist es, ein Minimum der Funktion zu finden. Dies versucht man zu erreichen, indem
man von einem aktuellen Punkt auf der Fehlerfliche auf dem steilst moglichen Weg bergab
geht (steepest-descent). Die Richtung des steilsten Abstiegs wird mathematisch durch den
Gradienten bestimmt, also den Vektor der partiellen Ableitungen nach den einzelnen Ge-
wichten.

Als Fehler fiir ein Muster betrachtet man den quadratischen Abstand zwischen erwartetem

und realem Ausgang.
Z(tm —api)®.

i

E, =

N |

Dabei ist t,; der reale Ausgangswert fiir ein Muster p und a,; die Ausgabe des Neurons 4 bei
Muster p. Der Faktor % wird aus rechnerischen Griinden verwendet. Einen Einfluss auf das
Ergebnis hat er nicht, da es egal ist, ob man den Fehler oder den halben Fehler minimiert.
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Werden mehrere Muster in einem Optimierungsschritt betrachtet, dann ergibt sich der Ge-
samtfehler £ aus der Summe der Einzelfehler E,:

E=) E,
p

Die Gewichtsdnderung wird nun bestimmt aus dem Gradienten der Fehlerfunktion und
einem Faktor 7, der sogenannten learning rate, der die Schrittweite der Gewichtsédnderung
beeinflusst:

AW = —nVE(W),

wobel E(W) = E(wy, ..., wy,).

Fiir ein einzelnes Gewicht gilt dann:

0
n@wﬂ
Diese Ableitung lasst sich leicht bestimmen durch die Delta-Regel.

4.3.2 Delta-Regel

Die Gewichtsénderung in einstufigen Netzen wird durch die Delta-Regel bestimmt. Sie soll
im Folgenden kurz hergeleitet werden. Als Aktivierungsfunktion der Netzwerkknoten dient
der Einfachheit halber zunichst die Identitéit. Es ergibt sich mit der Verwendung der Ket-
tenregel:

0
n@wﬂ

0
= g_naTﬂEp

_ Z _ 8Ep 8api

» 8api 8wji
g 1 5 0

= zp: —77@5 zi:(t;m' — api) sz zj:apjwji
= Z —n(—(tpi — api))ay;

P
= Z N(tpi — api)ap;

p
= Znépiam‘

p
= nzapj5pi

p

mit dem Fehlersignal 6p; = (tpi — api)-

Damit ergibt sich fiir ein einzelnes Muster p bei Annahme der Identitdt als Aktivierungs-
funktion die Delta-Regel in der iiblichen Form:

Apwji = nap;bpi = Nap;j(tpi — api)
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4.3.3 Lernregel fiir Singlelayer-Netzwerke

Analog zur Herleitung der Deltaregel erhdlt man bei Verwendung einer monotonen, diffe-
renzierbaren Aktivierungsfunktion g(x) fiir das Fehlersignal §:

Opi = g/(inpi)(tpi - api)

wobei in,,; die gewichtete Summe der Inputs eines Knoten ¢ bei Muster p ist.
inpi = Y apjwj;
J

Damit folgt die allgemeine Lernregel fiir Singlelayer-Netzwerke:

Apwji = Nap;idpi = nayig (ing:)(tpi — api)

4.4 Lernen in Multilayer Neural Networks

4.4.1 Backpropagation-Regel
Die Backpropagation-Regel ist eine Verallgemeinerung der Delta-Regel fiir:
e Netzte mit mehreren Ebenen und

e semilineare (monotone, differenzierbare, nicht unbedingt lineare) Aktivierungsfunktio-
nen

Bei mehreren Ebenen ist die Eingabe eines Neurons ¢ nun nicht mehr nur ein Wert, sondern
die gewichtete Summe der Outputs der Ebene darunter. Der Input eines einzelnen Neurons
bei einem Muster p lautet dann:
ings = ) apjwji
J

Beim Anwenden einer Aktivierungsfunktion gilt dann fiir den Output des Neurons i:
api = g(inp;)

Nun ldsst sich analog zur Delta-Regel eine Verallgemeinerung der Delta-Regel, die soge-
nannte Backpropagation-Regel herleiten:

OF
Aw;; = —n P
J 8wji
B Z_ OE, Oing;
n('%npi owj;
0E, 0
R
p J
0E,
_n(?inpi 2

I
(] =
s

hs]

<

S

S
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Das Fehlersignal §,; sieht dann folgendermaflen aus:

0E,
_8inpi
OEp Oap;
 Day; Biny;
0E, 0

bpi =

Ey 4.
= "oy ? (")

Fiir den ersten Faktor muss nun unterschieden werden, ob es sich bei dem Neuron mit dem
Index ¢ um einen Outputknoten oder einen inneren Knoten handelt. Im ersten Fall gilt
analog zum einstufigen Netz:

OE,

8api

*( ):(tm’*

api)

Fiir innere Knoten gilt:

OE,
aam-

B _Z 0E, 8mph
o am,,h Oayp;

= Z Z apjWin)
= Z 5phwzh

Fiir ein einziges Muster p lautet die Backpropagation-Regel dann:

Apwj; = Nap;opi

mit

g’ (inp;)(tpi — ap;),  falls ¢ Output Knoten ist

9/(inpi) Zh 4

phWih,

Opi =
falls ¢ verdeckter Knoten ist

Wie man hier unmittelbar erkennen kann, reduziert sich die Backpropagation Regel bei Ver-
wendung eines Singlelayer-Netzwerkes auf die einfache Lernregel fiir Singlelayer-Netzwerke.
In unserer Implementierung stellt sie die Basis fiir das Lernen in Neuronalen Netzwerken dar.

4.4.2 Momentum-Term

Ein allgemeines Problem von Gradientenabstiegsverfahren besteht darin, dass auf flachen
Plateaus in der Fehlerfliche der Gradient gegen Null geht. Dies bedeutet, dass eine Gewichts-
verdnderung sehr langsam vorangeht und bis zum néchsten Minimum viele Iterationsschritte
bendétigt werden. Die Schwierigkeit dabei ist auch, dass man gar nicht unterscheiden kann,
ob man sich auf einem Plateau oder gar in einem Minimum befindet. Eine iibliche Methode
diesem Problem entgegenzuwirken ist die Einfiihrung eines Trédgheitsmomentes, des soge-
nannten Momentum-Term. Die Grundidee dieses Verfahrens besteht darin, dass die letzte
Gewichtsdnderung in die neue Gewichtsdnderung mit einflieft. Dies duflert sich dann durch
ein schnelleres Vorankommen in solchen Situationen. Abbildung 4.8 verdeutlicht dies. Ein
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weiteres Problem, was sich mit dem Momentum-Term 16sen ldsst, ist die Oszillation um ein
lokales Minimum. Denn ist der Gradient auf der Seite einer steilen Schlucht sehr grof, so
kann ein sich wiederholender Sprung auf die jeweils andere Seite auftreten. Ein Vorankom-
men auf der Fehlerfliche wire in diesem Fall gar nicht mehr moglich, ein Festhdngen im
lokalen Minimum die einzige Alternative. Mit dem Momentum-Term dagegen lassen sich
solche lokale Minima iiberspringen. Abbildung 4.9 verdeutlicht diesen Sachverhalt.

e

flaches Plateau

globales Minimum

|

Wij

Abbildung 4.8: Momentum-Term: Beschleunigung bei flachen Plateaus

ek

lokales Minimum

globales Minimum

o
wij

Abbildung 4.9: Momentum-Term: Abbremsen bei steilen Schluchten

Die Gewichtsénderung bei der Verwendung des Momentum-Terms ergibt sich aus einer durch
den Parameter a geregelten Gewichtung von letzter Gewichtsdnderung und der aktuellen
Gewichtsinderung ohne Momentum-Term. Ubliche Werte fiir o liegen dabei ungefihr im
Bereich um 0.6 (vgl. [15]). Als Formel ergibt sich:

Apwji(t+1) = (1 — a)nap;dp + aApw;;i(t).

4.4.3 Adaptive Learning Rate

Um bei weiter Entfernung vom Idealwert eines bestimmten Gewichts schnelleres Annéhern
zu ermoglichen, aber gleichzeitig bei Gewichten, die sich schon sehr nahe am Optimum be-
finden, feine Anderungen zu erleichtern, wurde das Konzept der adaptiven Learning-Rate
entwickelt. Dabei wird jedem Gewicht eine eigene Lernrate zugeordnet. Die Anderung dieser
individuellen Lernrate wird dabei von der Folge der Anderungen dieses Gewichtes bestimmt.
Andert sich ein Gewicht in zwei aufeinanderfolgenden Lerndurchgéingen in die gleiche Rich-
tung, so wird diese Lernrate erhoht, andernfalls erniedrigt. In der Literatur (vgl. [15]) wird
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dazu ein linearer Anstieg um einen kleinen Summanden x und ein exponentieller Abfall
um einen Faktor ¢ der Lernrate empfohlen. Dadurch werden kleine Anderungen nahe am
Optimum besonders begiinstigt.

Das Update eines Gewichts sieht dann unter Beibehaltung des Momentum-Terms folgen-
dermaflen aus:
Awji(t+1) = (1 — a)nji(t)a;0; + aAwj;(N)

Hierbei ist ;;(/N) die Lerning Rate, die wie folgt angepasst wird:

’I]ﬂ(t — 1) + K, falls (ajél)(t) . (aJc;l)(t — 1) >0
ni(t) =
nji(t—1)-¢, sonst

Gebrauchliche Parametereinstellungen sind dabei k ~ 0.05 und ¢ ~ 0.5.

4.5 Lernen beim Miihlespiel

4.5.1 Gewinnung eines Teaching-Wertes beim Miihlespiel

Fiir den Lernprozess wird, wie gerade eben beschrieben, fiir jedes Inputmuster ein moglichst
exakter Spielwert bendtigt. Dabei ergeben sich allerdings zwei Schwierigkeiten: Ein Pro-
blem ist, dass im Allgemeinen kein exakter Spielwert fiir jede einzelne Situation bekannt ist,
sondern nur ein Gesamtausgang der Partie. Aus diesem Grund muss auf der Basis des Spie-
lausgangs ein geeigneter Teaching-Wert fiir alle Spielsituation einer Partie ermittelt werden.
Prinzipiell bieten sich hier zwei Moglichkeiten an. Auf der einen Seite ist es moglich, jede
Spielsituation direkt mit dem Wert des Spielausgangs zu lernen. Dieses Extrem bedeutet
allerdings, dass auch Spielsituationen gleich zu Beginn der Partie, die noch nicht entschieden
sind, gegebenenfalls als Gewinn- beziehungsweise als Verluststellung gelernt werden. Auf der
anderen Seite kann man lediglich die letzte Spielsituation mit dem Wert des Spielausgangs
lernen, und alle vorherigen mit der heuristischen Einschéitzung des Neuronalen Netzwer-
kes der jeweils nachfolgenden Spielsituation. Der Nachteil dieses Verfahrens ist es, dass bei
schlechten Ausgangswerten der Heuristik fiir Stellungen am Beginn der Partie Werte gelernt
werden, die dem letztlichen Ausgang des Spiels widersprechen. Bis solche Situationen richtig
gelernt werden konnen, also der Spielausgang auch Einfluss auf den Start der Partie nimmt,
sind zahlreiche Partien notig. Aus diesem Grund wurden bei der Implementierung unse-
res Neuronalen Netzwerks ein Weg zwischen diesen beiden Extrema gew&hlt. Dabei wird
der Teaching-Wert zusammengesetzt aus der heuristischen Spieleinschétzung der nachfol-
genden Stellung und deren Teaching-Wert, in den auch durch die allerletzte Stellung der
Spielausgang eingeflossen ist. Es gilt also:

tpo1 = Atp + (1 —X) - out,

mit Teaching-Wert t, dem Netzwerkoutput out, bei Eingabe des Musters p und einem Pa-
rameter A zwischen 0 und 1.

Das Verhalten des Teachingwertes bei unterschiedlich gewdhlten Parametern A wird in den
beiden Beispielen 4.10 und 4.11 illustriert. Die griine Linie markiert dabei die Spieleinschéitzung
des Lernenden wiihrend eines Spiels, mit roter Farbe ist der exakte Spielwert zum jeweili-
gen Zeitpunkt eingetragen. Die {ibrigen Linien zeigen den Verlauf des Teachingwertes bei
verschiedenen .
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Abbildung 4.10: Bspl: Verhalten des Teaching-Wertes bei unterschiedlichen A
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Abbildung 4.11: Bsp2: Verhalten des Teaching-Wertes bei unterschiedlichen A
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Ein zweites entscheidendes Problem besteht darin, dass die zur Einschétzung verwendeten
Features nicht ausreichen, alle denkbaren Spielsituationen exakt in Gewinne, Verluste und
Remis zu separieren (Generalisierungsproblem). Man muss also davon ausgehen, dass eine
Belegung der Bits der Inputfeatures verschiedene Spielfelder reprisentiert, die tatséchlich
auch unterschiedliche korrekte Spielwerte besitzen. Ein ,richtiger Output des Neuronalen
Netzwerks ist in einem solchen Fall also tiberhaupt nicht moglich. Ein Beispiel fiir einen
solchen Fall ist in Abbildung 4.12 dargestellt.

Weil verliert Weil kann Remis erreichen

6 . 6
7 7‘

Abbildung 4.12: Feature Kollision

In beiden Spielsituationen, die aus der Setzphase stammen, besitzen beide Spieler drei Steine
und haben exakt fiinf Zugmoglichkeiten. Die Situation-Value-Differenz betréigt bei beiden
Stellungen genau zwei, offene und geschlossenen Miihlen sind nicht vorhanden. Somit werden
beide Spielsituationen im Neuronalen Netzwerk durch die selben Inputmuster abgebildet.
Die Separierung der ersten Stellung, die ein sicheres Verlieren bedeutet, von der zweiten
Stellung, mit der ein Remis moglich ist, ldsst sich also nicht erreichen.

4.5.2 Lernvorgang
Lernvorgang ohne perfekte Datenbank

Fiir den Lernvorgang ohne perfekte Datenbank wird von uns die Methode des ,,Reinforce-
ment Learnings“ verwendet. Dazu lassen wir stets zwei Computerspieler mit verschiedenen
Heuristiken gegeneinander antreten. Diese spielen eine vollstdndige Partie Miihle, die Ab-
folge der Spielsituationen wird dabei gespeichert. Nach Spielende wird fiir beide Spieler eine
Lernphase mit dem Wert des Spielausgangs aufgerufen. Dabei wird wie oben beschrieben
fiir jede Situation ein Teaching-Wert berechnet und mit dem Backpropagation-Algorithmus
im Neuronalen Netzwerk gelernt. Die Spiele wurden dabei aus rein praktischen Griinden
mit einer festen Denktiefe pro Zug durchgefiihrt, um Unabh&bgigkeit von der Rechnerper-
formance zu gewéhrleisten.

Im Verlauf zahlreicher Lern- und Testphasen konnten wir hierbei einige Resultate festhalten.
Zum einen stellten wir fest, dass die Lernvorgéinge am erfolgreichsten sind, wenn beide am
Lernspiel beteiligten Spieler ungefihr gleich stark sind und etwa ebensoviele Siege wie Nie-
derlagen auftreten. Dies ldsst sich dadurch erkldren, dass zum Beispiel fiir den stérkeren
Spieler auch ein schwaches Spielen wegen Fehlern des Gegners als Sieg endet und so als
positiv gelernt werden wiirde. Diese Uberlegung fiihrt dazu, dass wir zum Lernen jeweils
zwei Spieler mit gleichen Features, gleicher Netzstruktur und gleichen Lernparametern ge-
geneinander antreten lassen, da fiir diesen Fall ein gleiches Lerntempo fiir beide Spiele zu
erwarten ist. Auch das Fortfiihrung des Trainings einer erlernten Heuristik gegen eine an-
dere starke Heuristik fithrte nur selten zu einer Verbesserung. Hier spielt moglicherweise
die mangelnde Differenzierung der einzelnen Spielsituationen durch die verallgemeinernde
Charakterisierung des Spielfeldes mittels der Features eine Rolle, die es nicht zulésst, einer
gelernten Heuristik Stérken einer anderen Heuristik hinzuzufiigen, ohne dass eigene Stéarken
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verloren gehen.

Zum anderen konnten wir die Beobachtung machen, dass Lernvorginge mit grofien Denk-
tiefen und damit zwangsldufig weniger gespielten Partien in der selben Zeit zu besseren
Ergebnissen fiihrten als zahlreiche Spiele mit sehr niedrigen Denktiefen. Das lédsst sich da-
durch erklidren, dass die Heuristik bereits eine gute direkte Spielbewertung benétigt, um bei
niedriger Denktiefe nicht rein zufillig zu ziehen, wodurch zu viele Partien mit einem Remis
enden. Dies wird bei hoher Suchtiefe zumindest gegen Ende des Spieles dadurch vermieden,
dass ein direkter Sieg schon im Minmax-Algorithmus eher erkannt wird.

Aus dem selben Grund konnte der Beginn des Lernprozesses durch die Verwendung einer
Endspieldatenbank deutlich beschleunigt werden, da zumindest sichere Siege im Endspiel
nicht durch zufélliges Ziehen in Unentschieden verwandelt werden. Als geeigneter Lern-
parameterwert erwies sich A = 0.7. Die Verwendung des Momentum-Terms brachte bei
verschieden gewéhlten Einstellungen keine nennenswerten Verbesserung. Dies ist im Nach-
hinein nicht verwunderlich, da sich die Fehlerfliche bei unserer Vorgehensweise ohnehin
standig verdndert und lokale Minima damit kein Problem darstellen. Auch fiir die adaptive
Learning-Rate wurden verschiedene Einstellungen getestet. Die im Endeffekt spielstiarksten
Heuristiken wurden dann mit den Parametern x = 0.08 und ¢ = 0.5 trainiert.

Lernvorgang mit Hilfe einer perfekten Datenbank

Neben dieser Methode des ,,Reinforcement Learnings* wurde von uns auch versucht, eine
Heuristik durch ,,Supervised Learning® mit Hilfe einer vollstdndigen Miihledatenbank zu
lernen. Um dabei vor allem mit in der Praxis wirklich vorkommenden Spielsituationen zu
trainieren, wurden wie beim Lernen ohne Datenbank normale Miihlepartien zwischen zwei
Heuristiken mit gleichen Features und gleicher Netzstruktur und gleichen Lernparametern
gespielt. Nach jedem Spielzug wurde dann die aktuelle Spielsituation mit dem Neuronalen
Netzwerk der Heuristik trainiert, wobei als Teaching-Wert der aus der Datenbank erfragte
korrekte Spielwert verwendet wurde.

Insgesamt konnten wir feststellen, dass der Ansatz des ,,Supervised Learnings® mit einer Da-
tenbank weniger spielstarke Heuristiken erzeugte als der Ansatz des ,,Reinforcement Lear-
nings“. Eine der stérksten mit diesem Verfahren gelernten Heuristiken war die Heuristik
»oinglePerf*, die im nichsten Abschnitt gegen durch ,,Reinforcement Learning® trainierte
Heuristiken getestet werden wird.

4.6 Auswertung

4.6.1 Spielstirke verschiedener Heuristiken

Waéhrend unserer Testphase haben wir zahlreiche Heuristiken erstellt und einem maschi-
nellen Lernprozess unterzogen. Dabei wurden von uns sowohl verschiedene Features zum
Bewerten einer Spielsituation als auch unterschiedliche Strukturen des neuronalen Netzwer-
kes verwendet. In diesem Kapitel sollen nun einige erfolgreich gelernte Heuristiken hinsicht-
lich der aus ihnen resultierenden Spielstirke getestet werden. Fiir die Tests der Spielstérke
wurden Spiele zwischen den einzelnen gelernten Heuristiken und einer manuell erstellten
Heuristik, einer perfekten Datenbank und menschlichen Spielern durchgefiihrt.

Getestete Heuristiken

e ,Standard“ist eine von uns manuell erstellte Heuristik. Sie basiert auf den oben bereits
beschriebenen Standard-Features. Als Netzstruktur liegt ein Singlelayer-Netzwerk vor.

e  Single“ besteht ebenfalls aus einem Singlelayer-Netzwerk mit dem Standard-Feature-
Set. Die Gewichtungen wurden wie alle weiteren angefithrten Heuristiken durch den
Backpropagation-Algorithmus im Spiel gegen dquivalente Heuristiken gelernt.

o1



e Combi“ ist eine gelernte Heuristik, die ebenfalls ein Singlelayer-Netzwerk nutzt. Als
Eingangsfeatures fiir das Netzwerk wurden jedoch jeweils Feature-Paare der Standard-
Features genutzt. So besitzt das Neuronale Netzwerk dieser Heuristik 392 = 1521
Eingénge. Durch die Kombination der Features wird die Ausdrucksfihigkeit des Netz-
werkes erhoht, doch sinkt wegen des grofleren Zeitaufwandes die Suchtiefe.

e _Small“ ist eine gelernte Singlelayer-Heuristik, deren Feature-Set nur aus einem aus-
gewihlten Teil der Standard-Features besteht. Hier wurde auf die zeitaufwendige Be-
wertung offener und geschlossener Miihlen verzichtet. Dadurch verschlechtert sich zwar
zwangslaufig die heuristische Einschétzung, doch vergréflert sich durch die gesparte
Zeit die Suchtiefe.

o  SinglePerf“ besitzt die selbe Struktur wie der ,,Single“, wurde jedoch ausschlieflich
mit Spielen gegen eine perfekte Datenbank gelernt.

o  Multi“ ist die am besten gelernte Multilayer-Heuristik. Sie besteht wie ,,Single“ aus
den 39 Eingdngen der Standard-Features und drei Ausgéingen, dazwischen aber be-
findet sich ein Hidden-Layer von 30 Knoten. Auch sie wurde gegen eine dquivalente
Heuristik trainiert.

Spielstirke gegen Menschen

Zunéchst wurden alle betrachteten Heuristiken von verschiedenen menschlichen Spielern ge-
testet. Gegen menschliche Anfinger gelang dabei allen Heuristiken fast immer ein Sieg. Auch
gegen erfahrene und starke Miihlespieler konnten die meisten Heuristiken gut abschneiden,
in den ersten Spielen gegen einen solchen starken menschlichen Gegner erzielten die Compu-
terspieler einige Siege und fast keine Niederlagen. Hier wurde von den Testspielern bestétigt,
dass die Computerspieler sogar hdufiger Partien gewinnen konnten als Spieler, die mit Hilfe
einer Datenbank lediglich korrekte Ziige auswéhlten. Allerdings konnten sich die mensch-
lichen Spieler nach einigen Partien auf die Spielweise einer speziellen Heuristik einstellen
und gezielte Gewinnstrategien dagegen entwickeln. Hier wurde deutlich, dass jede Heuris-
tik wihrend des Lernprozesses tatséchlich eine eigene charakteristische Spielweise entwickelt
hatte, die in verschiedenen Spielsituationen zu stédrkeren oder schwécheren Ziigen fithrte. Bei
geschickter Ausnutzung der Schwéchen einer Heuristik konnten geiibte Miihlespieler stets
einen Weg zum Sieg finden.

Auf Grund der individuellen Stédrken und Schwichen in verschiedenen Situationen war ei-
ne Differenzierung der Spielstidrken der Heuristiken duflerst schwierig. Subjektiv bildeten
sich zwei Gruppen von Spielstdrken heraus. Zu den besseren Heuristiken zdhlten dabei
yotandard®, ,,Multi“, | Single“, zur schwécheren Gruppe gehorten ,,Small“, | SinglePerf“ und
,Combi“.

Spielstirke gegen die manuell erzeugte Standard-Heuristik

Zunédchst wurde die Spielstirke im Spiel gegen die Standard-Heuristik betrachtet. Dazu
wurden jeweils 3000 Testspiele bei einer Bedenkzeit von t = 5000ms pro Zug auf dem
Referenzrechner durchgefithrt. Um wiederkehrende identische Spiele zu vermeiden, wurde
als Zufallselement zu jeder heuristischen Spieleinschéiitzung ein Wert zwischen -0.05 und 0.05
hinzuaddiert. In der folgenden Tabelle (4.3) sind die jeweiligen Siege, Remis und Niederlagen
der entsprechenden Heuristik dargestellt. In der letzten Spalte ist die relative Haufigkeit p
der mehr gewonnenen als verlorenen Spiele gegeben

wins — losses

b= Gesamtspielzahl

Die Tests gegen den Standard-Spieler bestéitigten im Wesentlichen den subjektiven Eindruck
aus den Tests gegen Menschen. Deutlich am besten schnitten die beiden Heuristiken ,, Multi“
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Heuristik H Wins \ Losses | Remis H p

Multi 1043 350 1697 0.231
Single 1030 495 1476 0.178
Combi 837 730 1434 0.036
Standard - - - 0.000
Small 708 1039 1254 | -0.110
SinglePerf || 306 1492 1202 || -0.395

Tabelle 4.3: Ergebnisse verschiedener Heuristiken gegen die Standard-Heuristik

und ,,Single® ab, klarer Verlierer des Tests war die Heuristik ,,SinglePerf*. Insgesamt gelang
jedoch jeder Heuristik mindestens in jedem zehnten Spiel ein Sieg gegen den Standard-
Spieler. Beachtlich, angesichts der Tatsache, dass Miihle als unentschieden geldst ist, aber
nicht iiberraschend war die hohe Zahl an unentschiedenen Spielen.

Spielstirke gegen eine perfekte Datenbank

Anschlieend wurden die Heuristiken in je 500 Spielen gegen eine vollstindige Miihledaten-
bank getestet. Den Heuristischen Miihleprogrammen stand dabei wiederum eine Bedenkzeit
von t = 5000 ms pro Halbzug auf dem Referenzrechner 2 zur Verfiigung, wiahrend von der
seperat auf einem Server laufenden Datenbank stets ein beliebiger korrekter Zug ausgewéhlt
wurde. Die Ergebnisse der Tests sind in der folgenden Tabelle 4.4 dargestellt. Es zeigt sich

’ Heuristik H Remis \ Losses H p ‘
Multi 424 76 0.847
Single 397 103 0.794
Standard 349 151 0.698
Combi 331 169 0.662
Small 291 209 0.582
SinglePerf 261 239 0.522

Tabelle 4.4: Ergebnisse verschiedener Heuristiken gegen die perfekte Datenbank

ein sehr dhnliches Bild wie im Test gegen den Standard-Spieler. Als bester Spieler zeigte sich
hier die Heuristik ,,Multi“, die immerhin in fast 85% aller Spiele ein Unentschieden gelang.
Bei perfektem Spiel der Datenbank und etwa 40 Ziigen pro Spiel bedeutet dies, dass dieser
Heuristik nur etwa alle 240 Ziige ein Fehler beim Ziehen unterlduft.

Schwach zeigten sich die beiden Heuristiken ,,Small*“ und , SinglePerf*.

Turnier verschiedener Heuristiken

Abschlieend wurde ein ,, Turnier* aller vorgestelleten Heuristiken veranstaltet. Dabei wur-
den 10000 Partien zwischen jeweils zwei zuféllig ausgewihlten Spielern durchgefiihrt, die
wiederum pro Zug ¢t = 5000 ms auf dem Referenzrechner zur Verfiigung hatten.

In der Tabelle 4.5 und in Abbildung 4.13 sind die Ergebnisse dargestellt. Wie oben ist in
der letzten Spalte die relative Haufigkeit p der mehr gewonnenen als verlorenen Spiele gege-
ben. Wiederum erweist sich ,,Multi“ als Testsieger vor der Heuristik ,,Single“. Abgeschlagen
belegte ,,SinglePerf* den letzten Platz.
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Heuristik || Wins | Losses | Remis | p |

Multi 686 205 722 0.299
Single 621 282 801 0.199
Combi 424 428 891 -0.003
Standard 424 467 763 -0.026
Small 426 588 585 -0.101
SinglePerf || 186 796 705 -0.361

Tabelle 4.5: Ergebnisse verschiedener Heuristiken im Turnier

Multi Single Combi Standard Small SinglePerf

\l Gewinne OUnentschieden M Verluste \

Abbildung 4.13: Ergebnisse verschiedener Heuristiken im Turnier
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Zusammenfassung

Insgesamt erwiesen sich alle Test als untereinander stimmig. Sieger wurde ,,Multi®, gefolgt
von ,,Single“, am schlechtesten schnitt die Heuristik ,,SinglePerf* ab. Prinzipiell iiberrascht
der Erfolg des ,,Multi“ nicht. Durch die komplexere Struktur seines Neuronalen Netzwerks
ist es mit dieser Heuristik moglich, auch komplexe Sachverhalte zusammenzufassen und zu
bewerten. Zwar ist das Lernen in einem solchen Netzwerk schwieriger und aufwendiger, of-
fensichtlich zahlt sich dieser Aufwand aber letztlich aus. Die Heuristik ,,Single* zeigte sich
deutlich stérker als der von Hand eingestellte ,,Standard“. Hier erwies sich das maschinelle
Lernen dem Austesten und Variieren des Menschen als iiberlegen. Den Versuch der Heu-
ristik ,,Small, mit einer schnell zu berechnenden, groberen Heuristik groflere Suchtiefen
zu erreichen, kann als gescheitert betrachtet werden. Wie sich in den Tests herausstellte,
fiihrte die gewonnene Suchtiefe wegen der Genauigkeitsverluste der Heuristik eher zu einer
Verschlechterung als zu einer Verbesserung.

Enttduschend war auch das Abschneiden der Heuristik ,,Combi*. Die hier verfolgte Idee,
durch Kombination je zweier Grundfeatures Ausdruckststirke zu gewinnen und gleichzei-
tig die einfache Netzwerkstruktur eines Singlelayer-Netzwerks beizubehalten, brachte nicht
den gewiinschten Erfolg. Moglicherweise wéren hier noch zahlreiche weitere Testspiele fiir
eine optimale FEinstellung der Gewichte notwendig. Das besonders schlechte Abschneiden
des ,,SinglePerf“ iiberrascht. Das Lernen exakter Spielwerte brachte offenbar keinen Vorteil.
Im Gegenteil fiihrte die mangelnde Differenzierung zwischen Situationen, die bei perfektem
Spiel zwar gleichermafen in Unentschieden miinden, aber eben mehr oder weniger Spielraum
fiir Fehler lassen, tatsédchlich zu einem Verlust an Spielstérke.

4.6.2 Singlelayer-Heuristiken im Vergleich

Im Folgenden sollen nun einmal die Gewichtungen der einzelnen Features bei verschiedenen
Heuristiken betrachtet werden. Eine ausfiihrliche Beschreibung der Feature findet sich weiter
oben in dieser Arbeit.

Die Heuristik ,,Standard*

Die Heuristik ,,Standard“ wurde von uns im Laufe eines langwierigen Prozesses kreiert. Die
einzelnen Features wurden dabei per Hand mit Gewichten belegt und immer wieder nach der
subjektiven Spielstérke nachgebessert. Am wichtigsten erschien uns dabei die Steinanzahl
und die Anzahl der Zugmoglichkeiten beider Spieler. Nach unserer im Nachhinein naiven
Vorgehensweise wurde dabei jeder eigene Stein mit einer positiven Punktzahl belohnt, jeder
gegnerische Stein mit gleicher Punktzahl bestraft. Die Bedeutung von offenen und geschlos-
senen Miihlen wurde zunichst als in gleichem Mafle wichtig eingeschétzt, allerdings ergab
sich bei einer starken Reduzierung dieser Gewichte subjektiv eine deutliche Steigerung der
Spielwerte. Daher sind die Gewichte fiir diese Features in der Heuristik ,,Standard“ sehr ge-
ring gewahlt. Dies erschien uns auch zunéchst plausibel, da geschlossene Miihlen bereits zu
einer Anderung der Steinzahl gefiihrt haben und offene Miihle bei VergréBerung der Such-
tiefe um nur einen Halbzug oft zu einem Steinvorteil fithren und damit beide ohnehin schon
mafgeblich in die heuristische Bewertung einflieflen.

Die Gewichtungen der einzelnen Features dieser Heuristik sind in Diagramm 4.14 dargestellt.

Die Heuristik ,,Single*

Wie sich in den obenstehenden Tests gezeigt hat, handelt es sich bei der Heuristik ,,Sin-
gle“ um unsere spielstéirkste gelernte Heuristik auf Basis eines Singlelayer-Netzwerkes. Bei
genauer Betrachtung der einzelnen Gewichte, dargestellt in Diagramm 4.15, fallen einige
interessante Unterschiede zur ,,Standard“-Heuristik auf. Zunéchst erkennt man, dass die Ge-
wichtungen fiir die Steinanzahlen ungleichméfiger verlaufen als die des ,,Standard“. Auffillig
ist vor allem die Tatsache, dass vier oder fiinf eigene Steine negativ und damit schlechter als
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Abbildung 4.14: Standard“-Heuristik

drei eigene Steine gewichtet sind. Eine solche Gewichtung ist auch nicht verwunderlich, da
die Moglichkeit des Springens mit drei Steinen oftmals die Situation des Spielers verbessert.
Fiir die Zugmoglichkeiten und den Situation-Value zeigen die Gewichte im Wesentlichen das
gleiche Verhalten wie im , Standard“, die Bedeutung des Situation-Value wird hier jedoch
noch deutlich hoher eingeschétzt. Im Gegensatz zum ,,Standard“ werden bei der Heuristik
»oingle* geschlossene und noch viel mehr offene Miihlen als entscheidend betrachtet. Dabei
ist besonders bemerkenswert, dass eigene offene Miihlen stérker positiv gewichtet sind als die
des Gegners negativ. Dies hingt damit zusammen, dass die Heuristik stets fiir den am Zug
befindlichen Spieler aufgerufen wird, der damit noch die Moglichkeit besitzt, gegnerische
offene Miihlen zu verbauen oder zu zerstoren. Hier wird zum einen deutlich, dass Miihlen
offensichtlich doch stark die Bewertung einer Spielsituation beeinflussen, auf der anderen
Seite die Gewichtungen der anderen Features geeignet dazu gewéhlt sein miissen, da es sonst
wie bei der Entstehung des ,,Standard“ zu schlechteren Ergebnissen kommen kann.

Die Heuristik ,,SinglePerf*

Die Heuristk ,,SinglePerf* wurde mit den exakten Spielwerten einer vollstdndigen Miihle-
Datenbank gelernt und schnitt in den obigen Tests sehr schwach ab. Bei Betrachtung der
Gewichtungen der einzelnen Features, dargestellt in Diagramm 4.16, verwundert ein solches
Abschneiden nicht. Zwar entsprechen die Gewichtungen von Zugmdoglichkeiten und Miihlen
im Groflen und Ganzen denen des ,,Single“, die Gewichtung der Steinanzahl muss allerdings
als chaotisch bezeichnet werden und fiithrt wohl zu den schwachen Testergebnissen. Da sich
die ungeordneten Gewichtungen nur auf die Steinanzahlen beschrinken, kann man davon
ausgehen, dass dies nicht auf eine zu kurze Lernphase zuriickzufiihren ist.

FEine Ursache fiir dieses Phdnomen liegt moglicherweise darin, dass tatséchlich bei beliebiger
Steinanzahl eines Spielers Gewinne, Verluste und Remis in vergleichbaren Verhiltnissen von
der Datenbank erreicht werden kénnen, das Erreichen eines giinstigen Ergebnisses jedoch
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Abbildung 4.15: ,,Single“-Heuristik

unterschiedlich schwer ist. Geht man also von perfektem Spiel aus, so bildet wohl die Stein-
anzahl kein aussagekriiftiges Kriterium fiir den Spielausgang. Fiir einen heuristischen Spieler
dagegen spielt die Steinzahl dagegen sehr wohl eine Rolle, da sie eine Auskunft dariiber gibt,
wie schwer das gewiinschte Ergebnis zu erreichen ist, also ob beispielsweise nur ein einziger
Zug zum optimalen Ausgang fiihrt, oder ob dieser auch bei fast beliebigem Spiel erreicht
werden kann.
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Kapitel 5

Implementierung

5.1 Spielfeld-Repriasentation und wichtige Operationen
beim Miihlespiel

Wie in der gew#hlten Programmiersprache JAVA {iblich, wurde von uns ein objektorientier-
ter Ansatz gewahlt. Fiir hiufig verwendete Vorgénge wie etwa dem Ausfithren von Ziigen auf
dem Spielfeld erwies es sich allerdings als wesentlich effizienter, Operationen nicht mit Ob-
jekten sondern auf Bitebene durchzufiithren. Dazu wurde die Funktionalitét der Java-eigenen
Bitset-Klasse genutzt. Im Folgenden sollen einige wichtige Elemente der Implementierung
des Spielfeldes und wichtiger Operationen kurz beschrieben werden.

Reprisentation des Spielfeldes

Das Spielfeld wird intern durch zwei Bitsets der Liange 24 reprisentiert. In jedem dieser
beiden Bitset sind die Spielsteine eines Spielers gespeichert, jede Position in den Bitsets
steht fiir ein Spielfeld auf dem Miihlebrett. Ein gesetztes Bit bedeutet, dass sich an der ent-
sprechenden Stelle des Miihlebrettes ein Stein dieses Spielers befindet. Das Setzen, Schlagen
oder Schieben eines Steins kann damit sehr schnell durch das Setzen oder Entfernen von
einem beziehungsweise zwei Bits erfolgen.

Erkennen aller legalen Ziige

Das Vorgehen beim Erkennen aller legalen Ziige unterscheidet sich selbstverstandlich maf}-
geblich von Spielphase zu Spielphase.

Wiihrend der Setzphase sind Setzaktionen auf alle freien Felder moglich. Diese kénnen sehr
schnell durch logische Operationen iiber beide Bitsets bestimmt werden. Ein Feld 7 ist genau
dann frei, wenn bei beiden Bitsets das Bit an Position 4 nicht gesetzt ist.

Sobald ein Spieler nur noch drei Steine besitzt, sind alle legalen Ziige ebenfalls leicht zu
bestimmen. Die mogliche Zielfelder fiir die Bewegung werden genauso wie in der Setzphase
bestimmt, Ausgangsfelder fiir den Zug sind die drei vom Spieler besetzten Spielfelder.

Das Finden aller moglichen Schiebeziige fiir den aktiven Spieler gestaltet sich dagegen auf-
wendiger: Zu jedem Feld ist im Miihlespiel statisch die Position aller Nachbarfelder gespei-
chert. Zum Berechnen der Schiebeziige werden nun alle eigenen Steine durchlaufen und auf
freie Nachbarn iiberpriift. Ist ein Nachbarfeld frei, so wird ein Schiebezug von der Position
des eigenen Steins zu der des freien Nachbarn zur Liste aller moglichen Ziige hinzugefiigt.

Erkennen geschlossener Miihlen

Zum Erkennen von geschlossenen Miihlen wurden alle 16 potentiellen Miihlen beim Miihle-
spiel in einem 24-bit Bitset mit drei gesetzten Bits gespeichert. Wird nun untersucht, ob
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ein Spielzug eine Miihle geschlossen hat, so werden die Miihlenmasken der beiden Miihlen
verwendet, die das Zielfelder des Spielzuges beinhalten. Auf diese Miihlemasken wird an-
schliefend eine logische AND-Operation mit dem Bitset der Steine des aktiven Spielers
angewendet. Sind bei einem der beiden Bitset anschlieBend noch drei Bits gesetzt, so wur-
de eine Miihle geschlossen. Ganz &hnlich lassen sich zur Verwendung in einer Heuristik die
Anzahl der geschlossenen Miihlen zéhlen: Hierzu wird auf alle 16 Miihlemasken der AND-
Operator mit den eigenen Steinen angewandt und daraufhin abgezéhlt, bei wievielen Bitset
noch immer drei Bits gesetzt sind.

Erkennen offener Miihlen

In vielen von uns verwendeten Heuristiken und fiir die Ruhesuche wird die Anzahl ge6ffneter
Miihlen benétigt. Diese zu berechnen ist allerdings mit einigem Rechenaufwand verbunden.
Am zeiteffektivsten erwies sich die folgende Implementierung: Wie beim Erkennen geschlos-
sener Miihlen wird auf alle Mithlenmasken der logische AND-Operator mit dem Bitset der
eigenen Steine angewendet. Eine offene Miihle kann offenbar nur dann vorliegen, wenn im
Ergebnis-Bitset genau zwei Bits gesetzt sind. Kann der aktive Spieler noch Steine setzen
oder springen, so ist diese Bedingung auch hinreichend fiir eine offene Miihle. Beim Schieben
jedoch muss das freie Feld in der Miihle durch Vergleich mit der urspriinglichen Maske fiir
diese Miihle festgestellt werden. Daraufhin wird bei allen Nachbarn dieses Feldes tiberpriift,
ob sie zugleich von einem eigenen Stein besetzt sind und sich selbst nicht in der Miihle
befinden, die gerade betrachtet wird. Treffen beide Bedingungen zu, so wurde auch fiir die
Schiebephase eine offene Miihle gefunden.

Zusammenfassung

Im Vergleich zu einer naiven Implementierung konnte deutlich an Rechenzeit eingespart wer-
den. Als wichtigste Punkte bei der Verbesserung der Implementierung stellten sich die Ver-
wendung von logischen Operationen fiir die Représentation und Berechnung von Spielziigen
und Miihlen auf dem Spielfeld und die Speicherungen von moglichst vielen Informationen -
etwa der Position von Miihlen und der Nachbarn eines Feldes - heraus.

5.2 UML-Diagramme

Im Folgenden werden wichtige Aspekte unserer Implementierung durch UML-Diagramme
dargestellt. Im Sequenzdiagramm (Abbildung: 5.1) ist die Ablaufstruktur eines komplet-
ten Miihlespiels zwischen zwei Computerspielern abgebildet. Die beiden Klassendiagramme
(Abbildungen 5.2 und 5.3) zeigen den Aufbau und Zusammenhang wichtiger Programmteile.
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Abbildung 5.3: UML-Klassendiagramm der Muehle-Applikation
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Kapitel 6

Bedienungsanleitung

6.1 Installation

Unser Miihleprogramm verwendet die Programmiersprache JAVA. Zum Ausfiihren des Pro-
gramms wird somit eine JAVA Runtime Enviroment ab Version 1.4 benétigt. Diese lasst
sich zum Beispiel auf der Webeseite ,http://java.sun.com* herunterladen und muss zuerst
installiert werden. Nédhere Instruktionen zur Installation von JAVA finden sich ebenfalls auf
dieser Seite.

Die Miihle-Software selbst liegt gepackt in Form einer .zip-Datei vor. Zur Installation muss
diese Datei lediglich an einem beliebigen Platz auf der Festplatte entpackt werden. Das ent-
packte Archiv sollte dann die Dateien ,, muehle.exe” und ,,muehle.jar* enthalten, sowie vier
weitere Ordner mit der Endspieldatenbank (falls heruntergeladen), den Heuristiken, einen
flir gespeicherte Spiele sowie einen fiir weitere Ressourcen.

6.2 Programmstart

Zum Start des Miihlespiels bieten sich mehrere Moglichkeiten.
Unter dem Betriebssystem Windows lisst sich das Programm durch Offnen der Datei ,,mu-
ehle.exe® starten. Bei anderen Betriebssystemen (wie zum Beispiel Linux) muss das Spiel
wie folgt aus einer bash per Kommandozeile gestartet werden:

bash:/> java -jar muehle.jar

Bei einem derartigen Aufruf per Kommandozeile hat man noch die Option, den ,, Verbose-
Mode*“ einzuschalten, der die aktuelle Spieleinschitzung eines aktiven Computer-Spielers,
der sich am Zug befindet, zuriickgibt. Dieser Modus léasst sich mit dem Parameter ,,-v*
aktivieren:

bash:/> java -jar muehle.jar -v

Die Bedienung des Spiels wird weiter unten beschrieben.

Neben dem eigentlichen Spiel ist es auch moglich eine Lern- und Testumgebung aufzurufen,
die zwei oder mehrere (selbst erstellte) Heuristiken lernen und testen lassen kann. Diese
wird ausschliellich per Kommandozeile aufgerufen.

bash:/> java -cp muehle.jar muehle.LernUmgebung [-options] heuristic_1
[-options] heuristic_2 ...
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Folgende Optionen (Tabelle 6.1) kénnen hierzu verwendet werden:

-v setzt den Verbose-Mode, der die Spieleinschéitzung des lernenden oder
zu testenden Spielers ausgibt

-test folgende Heuristiken werden nur getestet und lernen nicht

-d=xx setzt die Denktiefe auf den festen Wert xx. Bis zu dieser Ebene wird

unabhéngig von der Zeit gedacht. Standard ist d=6

-t=xxxx | setzt die Denkzeit auf xx Millisekunden, die dem Computer-Spieler fiir
einen Zug gegeben wird. Standard ist t=0

-r=x.xx | setzt einen Random-Radius, bis zu dem der eigentliche Spielwert zufallig
verandert werden kann. Dies dient dazu, dass nicht immer wieder ein
komplett identisches Spiel entsteht. Standard ist r=0.05

-l=x.xx | setzt den Lernparameter A\. Wie dieser Parameter zu wéhlen ist, wird im
Kapitel ,,Lernen beim Miihlespiel“ beschrieben.

-q=XX setzt die zusétzliche Denktiefe der Ruhesuchesuche auf den Wert xx.
Standard ist q=0

Tabelle 6.1: Optionen zum Aufruf der Lern- und Testumgebung

Folgender Beispielaufruf ldsst einen Computerspieler mit der Heuristik ,,max.xml“ im Heu-
ristikordner Partien gegen einen Computerspieler mit der Heuristik ,joe.xml“ im Heuris-
tikordner spielen. Die Denkzeit des ersten Spielers darf 5 Sekunden betragen, der zweite
Spieler soll immer 6 Ebenen weit denken. Beide Heuristiken werden nach jedem Spiel mit
dem Lernparameter A = 0.7 gelernt. Die Quiescent Search ist ausgeschaltet und als Random
Radius wird r=0.1 verwendet.

bash:/> java -cp muehle.jar muehle.LernUmgebung -r=0.1 -1=0.7 -g=0
-t=5000 max -d=6 joe

Ein Aufruf fiir das Testen dieser zwei Heuristiken nach der Lernphase konnte dann so aus-
sehen:

bash:/> java -cp muehle.jar muehle.LernUmgebung -test -r=0 -t=5000 max joe

Der Output der Lernumgebung umfasst jeweils die Gewinne, die Verluste und die Unent-
schieden pro Spieler in folgender Form:

$okook ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok o ok ok ok ok ok ok ok ok kK
max: Won: 153 Lost: 228 Remis: 133
joe: Won: 228 Lost: 153 Remis: 133
ok ok ok ok o ok ok ok ok ok ok ok ok ok ok ok ok K ok ok ok ok ok ok ok ok ok K
max: Won: 154 Lost: 228 Remis: 133
joe: Won: 228 Lost: 154 Remis: 133
ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok ko ok ok ok ok ok K ok

Der Output beim Einschalten des Verbose-Mode sieht folgendermafien aus:

K3k ok ok K o oK ok K K ok ok oK K o ok ok K K ok ok K K oK ok ok 3K ok ok K K ok ok ok 3 ok ok K K ok ok ok K ok ok K K ok ok ok K ok ok ok ok ok K
Ebenen: 10 Maximal: 10

Zeit: 3484 ms

Anzahl beste: 1

Knoten durchsucht: 149057

Spieleinsch"atzung: 0.047893886778407

NetworkOutput: [0.6130141761393355], [0.6318124177361016], [0.5]
stk o K ok ok K ok ok K sk ok o sk ok 3K ok o K ok o K ok o K ok ok K sk ok o sk ok 3K ok o K ok o K ok o K ok ok K sk ok sk ok sk ok o K ok o Kok oK K
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Abzulesen sind die Anzahl der gedachten Ebenen, die Anzahl der maximalen Ebenen, die
durch Verwendung der Ruhesuche erreicht wurden, und die Denkzeit fiir den letzten Zug.
AuBlerdem wird die Anzahl der als gleichstark berechneten besten Ziige ausgegeben. Bei
mehreren besten Ziigen wird ein zufélliger gewahlt. Eine weitere Information ist die An-
zahl der durchsuchten Knoten im Spielbaum. Schliellich wird die Spieleinschétzung der
Partie nach einer Minmaxsuche mit der angegebenen Anzahl an Ebenen und die direkte
Heuristische Einschéitzung der aktuellen Spielsituation durch das Neuronale Netzwerk ohne
Minmax-Suche ausgegeben.

6.3 Spielbedienung

Nach dem Starten des Miihle-Programms sieht man im Programmfenster drei Bereiche: Der
Spielbereich mit dem Miihlebrett, der Status-Bereich (unten). Hier werden die vergangenen
Ziige angezeigt, Systemmeldungen ausgegeben und bei Netzwerkspielen Nachrichten des
Partners angezeigt. Der Bereich rechts am Rand gibt Auskunft, welcher Spieler an der Rei-
he ist und wieviele Steine die Spieler noch setzen kénnen beziehungsweise auf dem Spielfeld
haben. Folgender Screenshot zeigt das Programmfenster nach dem Start (Abbildung 6.1).

] Miihle V. 2.43 LEx

Spiel Einstellungen Hilfe
Spieler 1

ol 3

sl

Abbildung 6.1: Screenshot: Spielfenster

Nach Programmstart beginnt automatisch ein Standard-Spiel gegen einen voreingestellten
Computer-Spieler. Man kann nun also entweder ein Standardspiel beginnen oder aber vor
dem Spiel noch einige Einstellungen festlegen, wie zum Beispiel den eigenen Namen, die
Denkzeit und Heuristik des Gegners und weitere Einstellungen. Hierzu wéhlt man aus dem
Menii-Eintrag ,,Einstellungen* und den Meniipunkt ,,Spieler®.

In dem erscheinenden Dialog hat man nun zahlreiche Méglichkeiten das Spiel zu konfigurie-
ren. Der Dialog ist unterteilt in zwei Bereiche, den linken fiir den ersten Spieler, den rechten
fiir den zweiten Spieler. Der erste Spieler besitzt die weiflen Steine und beginnt das Spiel. Fiir
jeden Spieler kann man einen Namen eingeben und wéhlen, ob ein Mensch, ein gew6hnlicher
Computerspieler oder ein lernender Computerspieler spielen soll. Im Falle eines (lernenden)
Computerspielers lisst sich desweiteren entweder eine feste Denktiefe oder eine feste Denk-
zeit festlegen, die der Computer fiir einen Zug verwenden darf. Auch die Tiefe der Ruhesuche
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ldsst sich hier einstellen, wobei ,,0¢ die Ruhesuche ausschaltet. Fiir Computer-Spieler ldsst
sich dazu optional eine Heuristik auswéhlen, die anstatt der Standard-Heuristik verwendet
werden soll. Im Falle eines lernenden Computerspielers ist die Angabe einer Heuristik obli-
gatorisch. Existiert eine angegebene Heuristik nicht, wird eine zuféllige neue Heuristik mit
entsprechendem Namen erstellt. Ein Screenshot dieses Dialogs ist in Abbildung 6.2 darge-
stellt.

G Spielereinstellungen @

Spieler 1 Spieler 2
Name: Spieler 1 Name: Spieler 2
Aart: [ Mensch Art: ["] Mensch
[ Computer [vl Computer
[_] lernender Computer [_1 lernender Computer

[C] Netzwerkspieler

Heuristik: [
Ruhesuche.Tiefe 1)

) Denktiefe

® Denkzeit s000)

| Spiel mit neuen Einstellungen starten || Abbrechen |

Abbildung 6.2: Screenshot: Spieler Dialogfenster

Fiir den zweiten Spieler ist zusétzlich die Option , Netzwerkspieler moglich. Diese kann
verwendet werden, um im Netzwerk oder iiber Internet Partien gegen einen anderen Men-
schen, der sich nicht am selben Computer befindet, zu spielen. In diesem Fall muss man
sich entscheiden, ob man fiir das Spiel die Funktion des Servers iibernehmen will, zu dem
sich ein Spielgast (Client) verbinden kann, oder man sich selbst als Client zu einem anderen
Server verbinden mochte. Im Falle des Serverbetriebs muss man noch einen beliebigen Port
wéhlen, auf dem die Verbindung aufgebaut werden soll. Der Standard-Port liegt auf 9000.
Im Clientbetrieb muss zu der Portnummer noch die Host-Adresse (IP-Adresse oder DNS-
Name) des Servers eingetragen werden. Abbildung 6.3 zeigt diesen Zusammenhang.

Spieler 2

Mame:

Art: [ Mensch
[1] Computer
[ lernender Computer
[ Netzwerkspieler
) Server
Host [iocalhost  J:[o000 ]
® Client 0 Iocalhost 3000

Abbildung 6.3: Screenshot: Netzwerk Dialogfenster

Durch einen Klick auf den Button ,,Spiel starten“ wird ein neues Spiel mit den hier ge-
troffenen Einstellungen gestartet. Die Spielstéire eines Computer-Spielers, welche natiirlich
auch schon von der festegelegten Denkzeit abhéngt, ldsst sich unabhéngig davon unter dem
Meniipunkt , Einstellungen — Spielstirke® noch auf drei Stufen einstellen: Anféinger, Fort-
geschrittener und Profi.

Der Spielablauf selbst ist intuitiv. Wenn man an der Reihe ist, wird durch das Klicken mit
der linken Maustaste auf ein freies Spielfeld ein eigener Stein dorthin gesetzt. Wenn durch
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das Setzen eines eigenen Steines eine Miihle geschlossen wird, kann durch Klicken auf einen
Stein des Gegeners dieser aus dem Spiel genommen werden. Die jeweils letzte Aktion wird
zur besseren Orientierung auf dem Spielbrett farbig markiert. Diese Einstellung ldsst sich
unter dem Meniipunkt , Einstellungen“ &ndern. Wenn die Setzphase voriiber ist, kann kein
Stein mehr gesetzt werden. Nun wird per Drag&Drop ein eigener Stein auf ein benachbartes
Feld geschoben. Das Schmeiflen eines gegnerischen Steines geschieht weiterhin so wie oben
beschrieben. Im Endspiel (nur noch drei eigene Steine) kann ein eigener Stein entsprechend
den Regeln per Drag&Drop auf ein beliebiges freies Feld gezogen werden.

Wihrend der Partie besteht auflerdem die Moglichkeit sich einen Zugvorschlag einzuholen.
Dieser wird auf Basis derselben Heuristik erstellt, die der entsprechende Gegner verwendet,
und bekommt maximal 5 Sekunden Zeit zur Berechnung. Beim Spiel Mensch gegen Mensch
und im Netzwerkspiel ist ein Zugvorschlag nicht moglich.

SchlieBlich besteht noch die Moglichkeit dem Mitspieler ein Remis anzubieten oder die Par-
tie aufzugeben. Beide Optionen befinden sich unter dem Meniipunkt ,,Spiel“. Dort befindet
sich auch die Option ,Neues Spiel®, die eine neue Partie mit denselben Einstellungen be-
ginnt. Bei Netzwerkspielen darf so lange kein neues Spiel begonnen werden, bis das aktuelle
Spiel beendet ist, sei es durch reguléires Ende der Partie oder durch Aufgabe eines Spielers.
Abbildung 6.4 zeigt einen Screenshot mitten aus einem Spiel. Die griine Markierung be-
deutet, dass der schwarze Spieler von Feld al auf Feld a4 gezogen ist. Durch das Schlieflen
der Miihle darf schwarz also einen weiflen Stein aus dem Feld nehmen. Die rote Markierung
zeigt, dass sich der Spieler fiir den Stein auf Feld b6 entschieden hat. Diesen Sachverhalt
gibt auch die Ausgabe im Statusbereich zuriick: ,,Zug von Spieler2: al-ad xb6*.

Spieler 1

| | [s)

3) Miihle V. 2.43

iel Einstellungen Hilfe

| | [o]
® )

Abbildung 6.4: Screenshot: Beispielpartie

Unser Miihleprogramm erlaubt auch das Speichern und Laden von Partien, sowie das Dru-
cken des aktuellen Spielbretts mit den Aktionen, die zu diesem gefithrt haben, zu jedem
Zeitpunkt der Partie. Diese Optionen sind ebenfalls unter dem Meniipunkt ,,Spiel“ aufzu-
rufen. Ein Beispielausdruck einer Partie ist in Abbildung 6.5 zu sehen.
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Abbildung 6.5: Beispielausdruck aus einer Miihlepartie

Zu guter Letzt lassen sich mit dem Dialog ,,Heuristik erstellen* unter dem Meniipunkt , Ein-
stellungen* eigene Heuristiken anlegen, die dann im Miihlespiel oder mit der Lernumgebung
trainiert werden konnen. Folgende Einstellungen sind hier moglich:

Layer bezeichnet die Anzahl der Layer aus denen das Neuronale Netzwerk bestehen soll.
Dabei bezeichnet ein Layer ein Single-Layer-Netzwerk. Bei mehr als einem Layer wird ein
Multi-Layer-Netzwerk mit entsprechender Anzhahl an Hidden-Layern erstellt. Unter Fea-
tures kann man das Feature-Set wihlen, das zu heuristischen Einschétzung herangezogen
werden soll. Die Beschreibung der verschieden Feature-Sets sind in der Ausarbeitung un-
ter dem Kapitel ,,Heuristiken im Spielbaum“ nachzulesen. Fiir jeden Layer l&sst sich nun
noch die Anzahl der Knoten und der Typ der Aktiverungsfunktion festlegen. Fiir den ersten
Layer gibt es allerdings stets drei Knoten, da sie den Output des Neuronalen Netzwerkes, al-
so Gewinn-, Verlust- und Remis-Anteil bei der Einschétzung einer Spielsituation, darstellen.
Dariiber hinaus kénnen hier auch die weiteren Parameter fiir den Lernvorgang im Neuro-
nalen Netzwerk (siche Kapitel ,Lernen im Multilayer Neural Networks®) gesetzt werden.
Abbildung 6.6 zeigt diesen Dialog.
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Learningrate Startwert b.os Layer: 3
Learningrate Abnahme-Faktor (0.5 Features Standard Features -
Learningrate Zunahme-Faktor 0.05
Momentum-Faktor 06
Layer Meuronen Aktivierungsfunktion
1. Layer 3 | Sigmoide Funktion ~|
2. Layer [ | | Sigmoide Funktion - |
3. Layer [ | [ Sigmoide Funktion -
‘ Heuristik speichern ‘ | Abbrechen |

Abbildung 6.6: Screenshot: ,,Heuristik erstellen“ Dialogfenster
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Kapitel 7

Zusammenfassung

Abschlielend zu dieser Arbeit konnen wir sagen, dass die meisten auch in der Literatur
vorgeschlagenen Methoden, die Suche im Minmax-Baum zu optimieren, wirklich Verbes-
serungen brachten. Lediglich die Quiscent Search, die im Schach gute Ergebnisse erzielt,
konnte beim Miihlespiel nicht iiberzeugen.

Insgesamt lésst sich festhalten, dass eine gute und schnell berechenbare Heurstik ebenso
wichtig ist wie die Denktiefe, die durch die beschriebenen Minmax-Verbesserungen erhtht
wird. Denn wie aus den durchgefiithrten Tests ersichtlich ist, geniigt oftmals nur eine einzige
zusétzliche Ebene in der Denktiefe, um gegen einen Spieler mit gleicher Heuristik zu gewin-
nen.

Die spielstérkste von uns geschaffene Heuristik basiert auf einem Multilayer-Netzwerk. Dies
bestétigte unsere Annahme, dass sich mit einem Singlelayer-Netzwerk die Lernfunktion nicht
vollstdndig ausdriicken lésst. So haben wir mit der Version 2.43 unseres Miihleprogramms in
Verbindung mit der Heuristik ,,Multi“ ein spielstarkes Computerprogramm entwickelt, das
das Spielniveau eines starken menschlichen Spielers erreicht und auch gegen eine perfekte
Datenbank gute Ergebnisse erzielt.
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